APROXIMACION DEL USO DE REDES NEURONALES EN MANTENIMIENTO

DAVID OROZCO ALVAREZ

UNIVERSIDAD EAFIT
ESCUELA DE INGENIERIA
DEPARTAMENTO DE INGENIERIA MECANICA
MEDELLIN

2013



APROXIMACION DEL USO DE REDES NEURONALES EN MANTENIMIENTO

DAVID OROZCO ALVAREZ

TRABAJO DE GRADO MAESTRIA EN INGENIERIA

ASESOR

PhD LUIS ALBERTO MORA GUTIERREZ

UNIVERSIDAD EAFIT
ESCUELA DE INGENIERIA
DEPARTAMENTO DE INGENIERIA MECANICA
MEDELLIN

2013



A mi familia por su apoyo permanente e incondicional.



AGRADECIMIENTOS

Al Dr. Luis Alberto Mora Gutiérrez por su apoyo y asesoria para que este proyecto
cumpliera con todos los objetivos planteados.
A todas las personas que apoyaron mi trabajo y que de una u otra manera

intervinieron en él, en especial a toda mi familia y a mis amigos.



CONTENIDO

O PROLOGO.....cuuuueunnnnnnnnnnnnnnnnssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssnss 11
0.1 INTRODUCCION ....coceiiiiiiiiiiiiinisnesesessesessessessessessessessessessessessessesssssesssssessssssessensessensanes 11
0.2  PALABRAS CLAVES .....cccuueeeueennnnnnnmnmmmnnensssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssnsssssssnnsnnnns 13
0.3 JUSTIFICACION ......oeoueeueeeeieesneieessnesseesesseessesssessesssessesssesssessesssessesssessesssessssssesssessesssessasssens 14
0.4 OBJETIVO GENERAL.....cccuueeeeeeeeenennennnnnennsessssssssssssssssssssssssssssssssssssssssssssssssssssssssssssssnnnsnnnnnnnnns 14
0.5 OBJETIVOS ESPECIFICOS ......eeeeireiriireiresseeeessessessessssssesssessesssessssssessssssessssssesssessesssessssssens 15
0.5.1  OBJETIVO L ooitiiiiiiiiiiiiiieeeesteeesesesannassaesassseaneaeeraaseaeeasen e aaananananannnanaaasesessssssesssasssesassaes 15
O3 A 011 = 1AV 0 1 AP P PP 15
O T 011 = 1A o 1 ST PP 15
(0T A O 1 7] = Y N 15
1 FUNDAMENTACION ......cucoterruetrrrreesssesteseesssseessssesessesesessssessssesessssessssssessssssssssssssssssssssssssens 16
0 0 111 23 1 Yo T NN 16
1.2 INTRODUCCION ....cevvrreirrrueressssetssssessssesessssesessssesessssesessesessssesssssessssssessssssessssesssssssssssssssans 16
1.3 DESARROLLO REDES NEURONALES .......cccciiiiiiiiiiieeieeeeeeeeeeeeeeeeeeeeesesssessssssssssssnssssssssssssnnnnnnnns 16
1.3.1  MODELO DE UNANEURONA ....cciiiiiiiiieeeeeeeee et e e e e e e e e eeaeees 18
O O A 1 o} - [o o T VY [ o - T 19
1.3.1.2 P SOS SINAPTICOS. ccieeeeiieiiitiiieeeeeee ettt e e e e ettt te e e eeeeeeees e eeeeeeaasta e eeeasesrssataeeseeessrannnnes 20
1.3.1.3  Reglade ProPagacion .......ceeeieiieeeiiiiiieeeeee et e e e e e eee et e e e e e e e e e e e e e e e et eaaaanaara s 20
1.3.1.4  FUNCiON de aCtiVAaCiOn ...uuuuii i e e e e e e e e e e e e et e e e e e e e eaaa s 20
1.3.1.5  FUNCION @ SAlida..ciiiieiiiiiiiiie e e e e e e e e e e e e e arar s 22
1.3.2 ARQUITECTURA DE UNA RED NEURONAL ARTIFICIAL.cuutuuitunetnieuneeieeneeneeneetneeneetneenneanesenesnnssneennennns 22
S 200 T Y o] 1 721 |3 P 24
1.3.3.1  Aprendizaje SUPEIVISAU0. .. .cuiiiiieeeiiiiiie e eee e et e e e e e e e e et e e e e e e e e aabaaeeeeeeeeneennaans 25
1.3.3.2  Aprendizaje NO SUPEIVISAUO ....cciiiiiiiiiie e e eieeeeiiie e e e e e ee et ree e e e e e e ee et e e e e e eeteaneeeeeseenssnnnnns 26
1.3.3.3 Algoritmo Backpropagation o Retropropagacion .........cccceeeeeeeveeiiveiieneereeeiiiieneeeeeeeesennnnns 27
1.3.4  GENERALIZACION. . .uttttteeeeeeeieititteeeeeeeeessssssusseeesaeessassssssesaesaeessssassssseesaeesssaasssssnseseeesssansssssens 27
1.3.5  BENEFICIOS DE LAS RN A ... it e e e et e e et et e e e et e e e e e e e et e et e e e te et e annsenaeanaaneennannns 29
1.3.6  APLICACIONES DE LAS REDES NEURONALES ARTIFICIALES .. cuuetueineiieeeneeteeeeeneeeeteeneanessnesnnssneesnaenns 30
1.4  PRONOSTICOS.....cccotieeiuiiirecnniseestessnessesssessesssessesssessesssesssessessssssesssessesssessesssesssessesssessasssesses 31
1.4.1  METODOS DEPRONOSTICOS. .. uuuttrrereeeeeisiutrreereeeseesiaisssseeeseseessssrssssessasssssassssssssssesssssnsssssssseees 32
O O Y T 4 1T I A=Y 4 0] o To J ORI 36
1.4.2  MEDICION DEL ERROR DE PRONOSTICOS.......uuuvrririeeeeeeessutrrreseeeeeesessansssseeseeessssssssssssssesesssansssssnns 39
1.5 MANTENIMIENTO SISTEMICO ....cceuiteiieeirencrncreecrencescrnncesssascsnssssssasssascessssssssssasesnssasssnsssnssnnes 41
1.5.1  NIVELES DEL MANTENIMIENTO . etuttnetuetneetneeteetneetnetneeneesnessnesnessnessesnessnesnessnessaesnessnessnesneesnesnns 43
1.5.1.1 Nivel 1-Instrumental (FUNCIONES Y ACCIONES) .uuieiiiiiiiiiiiieeeeeeeeeeiieee e 44
1.5.1.2 Nivel 2- Operacional (AcCioNeSs MENTAIES) ..uuuuiiiieiiiiiiiiiiiieeeeeeeeeeeie e e 45
1.5.1.3 Nivel 3- Tactico (Conjunto de AcCiones REAIES) .......cevvvuueeeeeeiiiiiiiiiiieeeeeeeeeieeee e 45
1.5.1.4 Nivel 4 - Estratégico (Conjunto de Funciones y Acciones mentales) ........cccceeeeeeeeerrrvnnnnnnn. 45
1.5.2  GESTION DELMANTENIMIENTO .. .ccoiiiiiiiiiiiee ettt eeeeees 46
1.5.3  INDICADORES PARA LA GESTION DE MANTENIMIENTO......ccevviiiiiiieieieeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeanens 48
1.5.3.1 Indicadores parala alta direccion. EStratégicos ........cuuvuuuieiiiiiiiiiiiiie e 48
1.5.3.2 Indicadores de 0rden OPEratiVo. .......ceeieiiieeeiiiiiie e e e cetirre e e e e et e e e e e e e e e e e e e e er e 49



1.5.3.3 Costode Ciclode Vida (LCC) ...ceeiveeiiiiiieeeeeeeeeeiiiie e ettt e e e e e e eev e e e e e e abt e e eeeeeesssrannns 50

1.6 CONCLUSIONES DEL CAPITULO.....cccccetttemunerreennnereenenserennsessrenssssssanssssssnssesesnsssssennssessanassessnnns 51
2 PARAMETROS CIMID.....ccecuueiireeneerennnnesseeaneeseensssssensssessensssssssnsssssnsssssesnsssssssnssssesnnsssssnsssssssnsnsnes 52
b 2% R 01211 25 1 LY/ 0 Jr 2 TON 52
2.2 INTRODUCCION ......cceeeuuerrreeneereennnessensseessenssesssssssessensssssssnsesssnsssssesnsssssssnssssssnssssssnsssssssnssesses 52
2.3  DESARROLLO CIVID ....cceuuerreeenereennnecreraseereensscessnssessenssssssssssssnssessesnssssssssssesesssssssessssesssnsnenses 52
B T A €10 1 [ 1Y =11 0 o IS 52
2.3.1.1  Funcidn de Confiabilidad........cuuueiiiiiiieiiiiiie e 53
2.3.1.2 Curvade Davies 0 de labafiera. ....ccooeeiiiiiiiiiie e 54
2.3.1.3 Indicadores de confiabilidad. ...........oeeiiiiiiiiiiiiiie e 56
2.3.2  IVIANTENIBILIDAD. et tttttttntintttte et eeneettteettestesteneenesesessersesseesesessessesnesnesnssnssnesessersesnssesssesseseeneen 58
2.3.2.1 Indicadores de mantenibilidad.........c.cooeuiiiiiiiiiiiiii 59
2.3.3 DISPONIBILIDAD. .. eutttttttntttt ettt eeaeenettea et et teneeaesssessesstesssnesssessessessesnesnssnssessernssessessersseseenees 64
2.3.3.1 Indicadores de disponibilidad .............ceuiiiiiiiiiiiiiiiiiiiiiiiiiieir . 64
2.4  DISTRIBUCIONES .......cceuieiiteeeiriennriettresiereeseseesessssessessssesssssssssssssssesnsssssssnsssssessssssessssesssnnssses 71
2.4.1  DISTRIBUCION NORMAL. ..cetuutttttneeettneettsnaeeresnseessnesessanesesesnssessaseessseeesenaesetssnesessnereessnns 71
2.4.2  DISTRIBUCION EXPONENCIAL «.eevvtuneeettneeettneeeetssaeesanesestsnssesesnseessnesesssseessnaseesssnesesssnneeesnnns 74
2.4.3  DISTRIBUCION GAMMA . .....eeveeeeeeeeeeeeeeeeeeeeeeessesssssssssssssssssssssssssssssrrsrsrrra..——.———.———.taerrrrrrnnnnnnnnnnns 77
2.4.4  DISTRIBUCION WEIBULL.....cevvvverrrreeeeeeeeeeeeeeeesssssssssssssssssssssssssssssssssssssssnssssssssssssssssssssssssnnnnnnnnns 79
2.5 METODOLOGIA PARA MEDICION CIMID.....ccccereeenerrennncereensnsernnsseseenssessssnssessennssssenssssssenssnsses 84
2.6 CONCLUSIONES ......ccitteueerrreenerrennsesrensseessenssesssnssssssenssssssessasssnnssssesnsssssssnssssssnnsessensssesssnssssses 88
3 PRONOSTICO RNA ... ctteeeitteenereennsestrnsseeseenssesssnsssessensssssssnsssssnsssssasnssessssnssssssnssssssnsssssssnsssses 89
k2% R 0121 1 25 i LY/ 0 25 J IS 89
3.2 INTRODUCGCION ......ceeeeueerrreeneerennnesrensseessenssesssssssesssnsssssssssesssnsssssesnssesssssssesesnssssssnsssssssnsnsses 89
3.3 METODOLOGIA PRONOSTICO RNA .......coteueeereennereennncerenssesernnssssesnssessssnssessssssesssnsssssssnssenses 89
3.3.1  SELECCION DE VARIABLES. ..evvvtuueeeeeetetereunaeeeesessesssnnssseeesssessnnnsssessssssnnassseesesssssnasseeesesnmnnnses 90
3.3.2  PRE-PROCESAMIENTO DEDATOS ..euttuttuttnitiitetteneenesneserseeneenesnesssessessessernesnssessesnesnesnesneseesernernees 90
3.3.3  CONJUNTOS DE ENTRENAMIENTO YPRUEBA. ... cuttuttnttiteetiitittteneeeserneeneeneenesnesaesesnerneenesesserneeneenees 90
3.3.4 ARQUITECTURA DE LA RED NEURONAL ...tuttititttttenetneteteetieneenetesersesnernernesneseseenssssnssessesseensennes 91
3.3.41 NUMEro de CAPas OCUITAS ....cviiiiiiiiiiieeeeeeeeiiiee e e e e ee et cee e e e e e s e e et e e e s e eattbaaaeeeeeeeeasannaeeaas 91
3.3.4.2 NUMEro de NEUIONAS OCUITAS t.vvuiiiiiiieiiiieee et e et e e et e e et e e s et e e eebaanes 91
3.3.4.3 NUmMerode Neuronas de Salida .......oeeiiiiiiiiiiiiieei e 92
3.3.4.4  FUNCIONES AE tranSTEIENCIA ..ovvvueiiiiiie it e e e e e et e s et e e e eraanes 92
3.3.5  CRITERIO DE EVALUACION ...uu ettt ettt e eeetee e et s e etaaeseseaa s eseana e esatsessasaseesannsesssnseesssnnsessnnns 92
3.3.6  ENTRENAMIENTO DE LA RED .. .uutuiuitniinitititetteneteteeneentenernesesesesseesesneteesessesnesnesesnesesseeseenesnees 93
3.3.6.1 Tasa de aprendizaje Y MOMENTO ...ccoeiiiiiiiiiiiieiee ettt e ettt e e e e eeeabaa e e e 93
3.3.7  IMPLEMENTACION PAQUETE DE SOFTWARE ... .etttuntetetneeetaneeettneeeesenessessneseseeneeeesensesesnseessnnnns 93
3.4 IMPLEMENTACION METODOLOGIA PRONOSTICORNA ......ccccteitnerencrentenrencrecrescenscnscsascsnnens 94
3.4.1  SELECCION DE VARIABLES. ....ceeieiiitttteeeeeeeeiiiiutettreeeeeeeessaissssaaseeaeessasaasssssseaeessaassssssesaaseesesnnsens 94
3.4.2  PRE-PROCESAMIENTO DEDATOS ..uttuituirneetneeneetneeteerneeteeenernesseesnessesnessnessssessaesnessaesseesnessnesnns 94
3.4.2.1 Patronesde Entrenamiento y PrUEba.....ccccooiiiiiiiiiiiii i 94
3.4.3  ARQUITECTURA DE LA RED c1uttiiniiiniiteii ettt eet et eeteeteeenesteeseesnertneenestaesnestnesseesnessnesneesnessersnees 95
3.4.3.1 Determinacion de [as @Ntradas ......cceeeeieriiiiiieiiie et e et eeere e e e et e e e e e e araanes 95
3.4.3.2 Determinacién del nimero de nodos de lacapa oculta.....cccccvveeieeiiiiiiiiiiiiiin e, 96
3.4.4  CRITERIO DE EVALUACION ...evvtuueeeeeetettttteeeeeeeeseastsessseeesssesssansssesssssanassssesssssssnnasseeesessrnnnnss 96
3.4.5 ENTRENAMIENTO DE LA RED...uutututenttnitneteseneeneeeeserneeneeneenesesassessesssssesessessessesnesesnesnesessesnesnees 96



3.4.6  IMPLEMENTACION PAQUETE DE SOFTWARE. ... .vetetiutrreeeserreeessereeeeessnseeessnnseeesssssesssssnsseeessnsseeesnns 97

3.5 RESULTADOS PRONOSTICOS ....ceerveuirerernereesesnesessessessesessssessessesessessssesssssesessesssessessssessnsanees 99
3.6 METODOLOGIA DE CALCULO Y COMPARACION RNA ST - ....eeeuerreereeressessessessesssesseseessessessesees 104
3.7 CONCLUSIONES DEL CAPITULOD......coemiuirrirmereneseesessessesessesessessesessessessssessesessesssessessassssnens 106
B CONCLUSIONES .....c.oeueeviiiretisnesesiseesesessesessesssessesessessssessessessssessesessessnsessesssssssesensessesessessnses 107
8.1 OBIETIVO 4 c.cueeeeeeecieneeeesetseesesesssessessssessesessessssessessesessessesessessssessesessessesessessssessessanes 107
4.2 CONCLUSIONES CONCEPTUALES ....cceovruiririrenireresessesessesesessesessssesessessssessesensessssessessanes 107
4.3 RECOMENDACIONES ......coueeeueiiiereiesessessessssessesesessssessesssessessesessessssessesssssssasessessssesessans 108
4.4 CONCLUSION TECNICA EXPERIMENTAL ....ccoeeverireeriesseressesessessesessesessessesesssssssessessssessessanes 109
BIBLIOGRAFIA ......evitereeietcrcitctssessessesesessesessessssessesessessessssessesessessssessesssesssensessesessessssssessnsenes 110
ANEXOS ...veevieieereiesesesessesessssessesessssssessesssssssssessessessssessssessessesensessssensessssessesesessesensessssensensnes 114



ILUSTRACIONES

llustracion 1 - Modelo de una Neurona BiologiCa ...........cooevvvieiiiiiiiiiiiieiieeeeinne 17
llustracion 2 - Neurona artificial ............oooeuiiiiiiiiii e 19
llustracion 3 - Funciones de activaCcion COMUNES ...........coevuvnieiiinneeeiineeiieeeeinnnn 21
llustracion 4 - Ejemplo de una red neuronal artificial ..............ccccocoiiiiieiiinn. 24
llustracion 5 - Métodos Cualitativos de prondstiCoS..........ccovevvveiiieeiieeiiieeineeen, 33
llustracion 6 - Métodos por Series de Tiempo para pronosticos ..............ccc.uve.e.. 34
llustracion 7 - Métodos causales de pronOStiCOS..........cc.vvvvvieiiieeiiieeieee e, 35
llustracion 8 - Modelos de pPronOSHCOS .........ccivuiiiiiiiiie e, 39
llustracion 9 - Niveles de mantenimiento de la casa ESReDa ...............ccccceeeen.. 44
llustraciéon 10 - Enfoque Sistémico Integral Kantiano de Mantenimiento Estratégico
...................................................................................................................... 46
llustracion 11 - Funcion de Confiabilidad.............ccccoveeiiiiiiiii e, 54
llustracion 12 - Curva de Davies o0 de la bafera. ............c.ccoevieviiiieiiii i, 55
llustracion 13 - Diagrama de tiempos de un sistema de un componente. ............. 57
llustracion 14 - Tipos de disponibilidad..............cooooiiiiiiiii 65
llustracion 15 - Funcion de confiabilidad de la distribucion normal ...................... 73
llustracion 16 - Funcion de densidad de la probabilidad de Falla de la distribucion
70 117 | 73
llustracion 17 - Funcion de la tasa de fallas de la distribucion normal.................. 74
llustracion 18 - Funcion de confiabilidad de la distribucion exponencial................ 76
llustracion 19 - Funcion de densidad de la probabilidad de Falla de la distribucion
LS00 1= o = | 76
llustracion 20 - Funcion de la tasa de fallas de la distribucion exponencial .......... 77
llustracion 21 - Funcion de confiabilidad de la distribucion gamma ..................... 78
llustracion 22 - Funcion de densidad de la probabilidad de Falla de la distribucion
(0= 0 1] 0 0= P 79
llustracion 23 - Funcion de la tasa de fallas de la distribuciéon gamma.................. 79
llustracion 24 - Funcion de confiabilidad de la distribucion Weibull...................... 83
llustracion 25 - Funcion de densidad de la probabilidad de Falla de la distribucién
WEIDUIL ... e e e e e et e e e aaaas 83
llustracion 26 - Funcion de la tasa de fallas de la distribucion Weibull ................. 84
llustracion 27 - Modelo universal e integral, propuesto para la medicion CMD ..... 86
llustracion 28 - Pasos a realizar en el desarrollode unaRNA.............cooeiieennnnnn. 98
llustracion 29 - Resultados pronosticos por RNA parametros Mp........occevvneeenen. 100
llustracion 30 - Resultados prondsticos por ST parametros My .........ccccvvveeeenn. 100
llustracion 31 - Resultados prondsticos por RNA parametros MTBMp, ............... 101
llustracion 32 - Resultados prondsticos por ST parametros MTBMj .................. 101
llustracion 33 - Resultados pronosticos por RNA parametros MTTR.................. 102
llustracion 34 - Resultados pronosticos por ST parametros MTTR.................... 102
llustracion 35 - Resultados pronésticos por RNA parametros MTBM ............... 103
llustracion 36 - Resultados pronésticos por ST parametros MTBMc.................. 103
llustracion 37 - Pasos a seguir acorde a los resultados obtenidos, en célculos
FUTUFOS CIMD ..o ettt e e e et eeanes 105



llustracion 38 - ReVisioOn direCtorio Y programas. .........eeeuueeerneeerneeeineeeeinneeennns 127
llustracion 39 - Copiado de datos histéricos en archivo Excel DATOSCMD ....... 128

llustracion 40 - Combinaciones arquitecturas programa caclentr.m................... 129
llustracion 41 - Ejecucion del programa calcentr en ventana de comando ......... 129
llustracion 42 - Variable EC ........cc..iviiiiiiiiiie e e 130
llustracion 43 - Seleccion del modelo para el nimero de entradas. ................... 131
llustracion 44 - Mensaje en ventana de comando ............ccceeveviiiiiiieeineeineennnn. 132
llustraciéon 45 - Combinaciones de tasa de aprendizaje y momento .................. 132



ECUACIONES

Ecuacion 1 - Operacion de 1a NEUIrONA I ......cccuueiieiiieiieeeie e 19
Ecuacion 2 - Regla de propagacion Ni...........c.cooeeiiiiiiiiiiiiicceeeceeee e, 20
Ecuacion 3 - Valor del potencial postsinaptiCo hi..........c.cccoeeveviiiiiiieii e, 20
Ecuacion 4 - Funcidn de actiVacCion.............ooveuiiiiiiiieeii e 21
Ecuacion 5- Funcion de salida Yi.........ccooveeiiiiiiicii e 22
Ecuacion 6 - Residual de pronoStiCO.........c.uveiiiiiiiiiiie e 40
Ecuacion 7 - Desviacion Absoluta Media MAD .........cocoiviiiiiieiiiiiecneeeeeeei 40
Ecuacion 8 - Error Cuadrético Medio MSE ............coovvviiiiiiiiiiccn e 41
Ecuacion 9 - Error porcentual absoluto medio MAPE ............cccoeoiiiiiiiiieeinee. 41
Ecuacion 10 - Error porcentual medio MPE.............coooiviiiiiiiiiece e 41
Lo U= Tox [ o It I A 1K PP 50
Ecuacion 12 - Efectividad de la maquina o elemento ............c.ooooviiiiiiiiiiiieenenns 51
Ecuacion 13 - Efectividad del SiStema...........cocuvveiiiiiiiiiiiiccie e 51
Ecuacion 14 - Funcion de probabilidad ... 53
Ecuacion 15 - Definicion de tendencia central distribucion para confiabilidad. ...... 57
Ecuacion 16 - Definicion del tiempo medio entre mantenimientos. ...................... 58
Ecuacion 17 - Definicion de tendencia central distribucion para mantenibilidad. ... 59
Ecuacion 18 - Definicion del tiempo medio de mantenimiento preventivo. ........... 60
Ecuacion 19 - Definicion del tiempo medio de mantenimiento activo. .................. 61
Ecuacion 20 - Definicion del tiempo de parada de mantenimiento. ...................... 62
Ecuacion 21 - Disponibilidad GENEriCa (AG).. ... uueererrieeiieeiieeiieeieeeiie e eaaeeens 66
Ecuacion 22 - Disponibilidad Inherente (A) .....o.oeireiiiii e, 66
Ecuacion 23 - Disponibilidad alcanzada (Aa). ....oeeveeveieiiieie e, 67
Ecuacion 24 - Tiempo medio entre mantenimientos MTBM .............cccoeevveeinnenne. 68
Ecuacion 25 - Tiempo medio de mantenimiento activo. ...............ccoeevvieeiieeennnn. 68
Ecuacion 26 - Disponibilidad operacional (Ao). .. ...ooevvueeiiieiiieiieeiieeeeee e, 69
Ecuacion 27 - Disponibilidad operacional generalizada (Ago). ....vevvvvneevevneeennnn.. 70
Ecuacién 28 - Funcion de densidad de la distribucion normal. ...............cccoeeeeenn. 72
Ecuacién 29 - Funcion de confiabilidad de la distribucion normal. ....................... 72
Ecuacién 30 - Funcion de tasa de fallas de la distribucion normal. ...................... 72
Ecuacion 31 - Funcion de densidad de la distribucion exponencial. .................... 75
Ecuacion 32 - Funcion de confiabilidad de la distribucion exponencial. ............... 75
Ecuacion 33 - Funcion de tasa de fallas de la distribucion exponencial. .............. 75
Ecuacion 34 - Funcion de densidad de la distribucion gamma .............ccceveeennnne. 78
Ecuacion 35 - Funcion de confiabilidad de la distribucion gamma........................ 78

Ecuacion 36 - Funcion de densidad de tasa de fallas de la distribucion gamma.... 78
Ecuacion 37 - Transformacion valores "X' y "y" para la distribucion de Weibull. ... 80

Ecuacién 38 - Parametros de la distribucion de Weibull. .............ccooeeveiiiiinnnnn. 80
Ecuacién 39 - Funcién de densidad de la distribucion de Weibull........................ 81
Ecuacioén 40 - Funcién de confiabilidad de la distribucion de Weibull................... 82
Ecuacioén 41 - Funcion de tasa de fallas de la distribucion de Weibull ................. 82
Ecuacion 42 - Transformacion de datos entre valores Oy 1.........ccooevvveinnevennnnnn. 94
Ecuacion 43 - Simbolos y nombres abreviados Pardmetros CMD........................ 99

8



Ecuacion 44 - Goodness of Fit — Bondad de ajuste de los resultados



Anexo A - Parametros Turbina

ANEXOS

Anexo B - Manual programa red neuronal para calculo series temporales.........

Anexo C -Programas MATLAB

10



) 0 PROLOGO
0.1 INTRODUCCION
El mantenimiento se define como la combinacién de actividades mediante las
cuales un equipo 0 un sistema se mantiene en, 0 se restablece a, un estado en el
gue puede realizar las funciones designadas. Es un factor importante en la calidad
de los productos y puede utilizarse como una estrategia para competencia exitosa
(Duffuaa, y otros, 2000).

La principal funcién de mantenimiento es sostener la funcionalidad de los equipos
y el buen estado de las maquinas a través del tiempo, bajo esta premisa se puede
entender la ewvolucion del area de mantenimiento a través de las distintas épocas
acorde a las necesidades de sus clientes, que son todas aquellas dependencias
empresas de procesos O servicios, que generan bienes reales o intangibles

mediante la utilizacion de estos activos, para producirlos (Mora, 2008).

La efectividad de los procesos de mantenimiento en los equipos es medida por el
desarrollo subsecuente de las maquinas. Las dos medidas basicas del desempefio
de equipos son el niamero de fallos en los equipos, o de cierta clase de equipos, y
el total de tiempo improductivo asociado con todas las actividades funcionales del
proceso de mantenimiento, tales como mantenimiento preventivo, mantenimiento
correctivo, etc. (ESReDA, 2001).

La aplicacion de las técnicas de confiabilidad permite conocer el comportamiento
de los equipos en operacion con el fin de: aislar equipos o componentes en
problemas, prever y optimizar el uso de los recursos humanos y materiales para el
mantenimiento, disefiar las politicas de mantenimiento a ser utilizadas, calcular
instantes Optimos de sustitucion econdmica de equipos y establecer frecuencias

optimas de ejecucion de mantenimiento preventivo (Diaz, 1992).
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Lo importante de la metodologia CMD®, consiste en poder predecir, mediante
observaciones pasadas del estado de los equipos y métodos de prondsticos como
series de tiempo, el comportamiento futuro de los equipos, en cuanto a saber
sobre: las fallas o las reparaciones (tiempos y fechas de ocurrencia), los tiempos
Utiles (duracién y dias en que ocurren), los mantenimientos planeados (para su
programacion en tiempos y frecuencias) y demas actividades alusivas a la
planeacion de las maquinas, en aras de poder establecer planes concretos de
operacion y efectividad. (Mora, 2012)

Los prondsticos cuentan con una larga historia y la importancia de este antiguo
tema se refleja en la diversidad de sus aplicaciones en diferentes disciplinas que
van desde los negocios hasta la ingenieria. La capacidad de predecir con
exactitud el futuro es fundamental para muchos procesos de decision en la
planificacion, programacion, compras, formulacion de estrategias, elaboracion de
politicas y operaciones de la cadena de suministro. Por lo tanto, el prondstico es
un area donde muchos esfuerzos se han invertido en el pasado. Sin embargo,
todavia es un campo importante y activo de la actividad humana en el momento
actual y continuara siendo en el futuro (Zhang, 2004).

Una de las principales areas de aplicacion de las redes neuronales artificiales es la
prediccion. Las RNA constituyen una herramienta alterna prometedora para los
pronosticadores. La estructura intrinsecamente no lineal de las redes neuronales
es particularmente Util para la captura de la compleja relacion subyacente en
muchos problemas del mundo real. Las redes neuronales son quizas los métodos
mas versatiles para aplicaciones de prediccion en el que no soélo pueden encontrar
estructuras no lineales en un problema, también pueden modelar procesos
lineales (Zhang, 2004).

! Se hace referencia durante el proyecto con CMD a Confiabilidad, Mantenibilidad y Disponibilidad
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El proyecto desarrolla todos los pasos requeridos para llevar a cabo el calculo de
los prondsticos de las variables del mantenimiento con redes neuronales

artificiales.

El primer capitulo describe las principales caracteristicas de los sistemas
neuronales artificiales que incluye el modelo matematico, la arquitectura y el
aprendizaje ademas se fundamentan conceptos relacionados con mantenimiento y
prondsticos.

El segundo capitulo consta de los conceptos fundamentales de los indicadores
CMD, en cuanto a definiciones, parametros y distribuciones necesarios para
desarrollar el célculo de las variables del mantenimiento.

El tercer capitulo describe el método de aplicacion de los conceptos de redes
neuronales por medio de una aplicacion en Matlab para pronosticar valores de

variables de mantenimiento.

El ultimo capitulo esboza las conclusiones del proyecto y las recomendaciones
generadas a partir de la realizacion de éste.

0.2 PALABRAS CLAVES

Redes Neuronales

Prondstico

Mantenimiento

Series de tiempo
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CMD
0.3 JUSTIFICACION

La capacidad de aprendizaje y generalizacion de la red neuronal le permite
aprender comportamientos complejos directamente desde los datos y, a partir del
conocimiento que adquiere durante el aprendizaje es capaz inferir correctamente
la evolucion de la serie en porciones no evaluadas de los datos. El caracter de
aproximador universal que poseen las redes neuronales, les permite identificar
dependencias ocultas de orden no lineal con base en una muestra finita (Sanchez,
y otros, 2010).

La medicion CMD de los principales equipos y lineas de produccion de la
empresa, permite identificar las curvas de no confiabilidad y de mantenibilidad de
las maquinas mas relevantes y por ende de la compafia, y una vez se conoce la
ubicacion en la curva de la bafiera, se puede entonces decidir adecuadamente el
manejo de los instrumentos o elementos de la empresa, el tipo de capacitacion del
recurso humano propio del &rea, el software mas adecuado, los niveles de
inventarios mas acertados, el tipo de acciones planeadas o no de mantenimiento
gue se lleven a cabo, la tactica mas adecuada y el nivel de costos LCC mas
apropiado para los indicadores CMD calculados de la empresa y de sus lineas de
produccion relevantes. (Mora, 2012)

La intencion de este trabajo es explicar el funcionamiento de las redes neuronales
artificiales, como una herramienta alterna a las técnicas estadisticas tradicionales,
para realizar célculos futuristicos de indicadores CMD.

0.4 OBJETIVO GENERAL

Utilizar redes neuronales artificiales en calculos de indicadores CMD de

mantenimiento.
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0.5 OBJETIVOS ESPECIFICOS
0.5.1 Objetivo 1

Fundamentar los principios estructurales de redes neuronales artificiales, para
pronosticar indicadores CMD. — Nivel 1 — Conocer - Fundamentos. —

0.5.2 Objetivo 2

Identificar los parametros relevantes de orden matematico, estadistico, etc. de
indicadores CMD para su uso en redes neuronales artificiales. — Nivel 2 —
Comprender - Comportamiento

0.5.3 Objetivo 3

Aplicar redes neuronales artificiales con Matlab® para calculos futuristicos de

indicadores CMD. — Nivel 3 — Aplicar - célculos

0.5.4 Objetivo 4

Concluir los principales resultados del proyecto en comparacién con series

temporales vy distribuciones. Nivel 4 — Analizar — Caracterizaciéon
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1 FUNDAMENTACION
1.1 OBJETIVO 1
Fundamentar los principios estructurales de redes neuronales artificiales, para

pronosticar indicadores.CMD. — Nivel 1 — Conocer - Fundamentos. —

1.2 INTRODUCCION

La siguiente seccion, provee los fundamentos sobre redes neuronales, pronésticos

y gestién de mantenimiento.

1.3 DESARROLLO REDES NEURONALES

Las redes neuronales artificiales (RNA) son modelos de computacion para el
procesamiento de informacion e identificacion de patrones. Nacen del interés de
modelar sistemas bioldgicos neuronales, especialmente el cerebro humano
(Zhang, 2004).

Las neuronas biolégicas consisten de un soma o cuerpo de la célula que contiene
el nldcleo. Fuera de la célula existen una gran cantidad de fibras llamadas
dendritas o entradas sinapticas en las cuales se realiza una reaccion
electroquimica con otras células y produce una entrada de informaciéon a la
neurona. La neurona tiene una sola fibra muy larga llamada axén o salida
sinaptica, la cual se arboriza y da lugar a varias sinapsis en las cuales se realiza
una conexion con otras neuronas y entrega una informacion de salida de dicha
neurona, la cual serda informacién de entrada para otras células (Russel, y otros,
2003).
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llustracion 1 - Modelo de una Neurona Bioldgica

/ Arbarizacion

A I
Axon de Otra rond
Sinapsis Celula

Dendrita o Sinapsis
Entrada
Sinaptica
Axon o Salida
Sinaptica

Nucleo

Soma o Cuerpo de
la Celula

(Russel, y otros, 2003)

Una RNA es una red compuesto de varios elementos de computacion simples
conocidos como neuronas 0 hodos, que estan altamente interconectados y
organizados en capas. Cada neurona realiza la tarea de procesar informacién
mediante la conversién de entradas recibidas en salidas procesadas. A través de
la sinapsis que unen estas neuronas, se puede generar y almacenar conocimiento
con respecto a la fuerza de la relacion entre diferentes nodos (zZhang, 2004).

Algunas de las caracteristicas clave de redes neuronales pueden resumirse de la
siguiente manera: procesan informacion localmente en neuronas; las neuronas
operan en paralelo y son conectados en una red a través de pesos que
representan la fuerza de la conexion; las redes adquieren conocimiento
directamente de los datos en un proceso denominado aprendizaje, el cual es
almacenado o reflejado en los pesos; una red que ha sido objeto de aprendizaje

capta las caracteristicas esenciales de un problema y por lo tanto puede realizar
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predicciones fiables. Estas son en esencia las funciones del cerebro, e ilustran la
forma en que el funcionamiento del cerebro ha inspirado las redes neuronales

(Samarasinghe, 2007).

1.3.1 Modelo de una neurona

Una neurona es una unidad de procesamiento de informacién que es fundamental
para la operacion de una red neuronal. En la llustracién 2 se presenta un modelo

de una neurona artificial en donde se identifican los siguientes elementos:

e Conjunto de entradas, xt). Estas pueden ser provenientes del exterior o de
otras neuronas artificiales.

e Peso sinapticos, w;. Representan el grado de comunicacion entre la
neurona artificial j y la neurona artificial i. Pueden ser excitadores o
inhibidores

e Regla de propagacion, o; (wj, %(t)). Integra la informacion proveniente de
las distintas neuronas artificiales y proporciona el valor del potencial
postsindptico de la neurona i.

e Funcién de activacion, fi(a(t-1), hi(t)). Provee el estado de activacion actual
de la neurona i.

e Funcién de salida, Fi(a(t)). Representa la salida actual de la neurona i.

La llustracion 2 muestra los elementos que componen una neurona artificial:
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llustracion 2 - Neurona artificial

Sinapsis ~_

Salida JV;

#
w..

%
Entradas %

N

*~ < _ - -Funcién de salida

Regla de pro_pagacién \

1

Funcién de activacion

(Martin, y otros, 2007)

De esta forma, la salida producto de una neurona i, para un determinado instante
de tiempo t se escribe en forma general de la siguiente manera: (Martin, y otros,
2007)

Ecuacién 1 - Operacion de la neurona i

yi@® = F(fila;,(t - D), Ui(Wij'xj))])

A continuacion se estudian en detalle cada uno de los puntos introducidos

anteriormente.

1.3.1.1 Entradas y salidas

Las entradas y salidas de una neurona se clasifican en dos grandes grupos,
binarias o contindas. Las neuronas binarias (digitales) solo admiten dos valores
posibles. En general en este tipo de neurona se utilizan los siguientes dos
alfabetos {0,1} o {-1,1}. Por su parte, las neuronas continuas (analégicas) admiten
valores dentro de un determinado rango, que en general suele definirse como [-1,
1] (Martin, y otros, 2007).
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1.3.1.2 Pesos sinapticos

El peso sinaptico w; define la fuerza de una conexion sinaptica entre dos
neuronas, la neurona presinaptica i y la neurona postsinaptica j. Los pesos
sindpticos pueden tomar valores positivos, negativos o cero. Un peso positivo
actla como excitador, mientras que un peso negativo actla como inhibidor. En
caso de que el peso sea cero, no existe comunicaciéon entre el par de neuronas
(Martin, y otros, 2007).

1.3.1.3 Regla de propagacion

La regla de propagacion determina el potencial resultante de la interaccion de la
neurona i con las N neuronas vecinas. El potencial resultante hi se puede expresar

de la siguiente manera: (Martin, y otros, 2007)
Ecuacién 2 - Regla de propagacion hi

La regla de propagacion mas simple y utilizada consiste en realizar una suma de

las entradas ponderadas con sus pesos sinapticos correspondientes:

Ecuacion 3 - Valor del potencial postsinaptico hi
h(®) = ) w0
Jj

1.3.1.4 Funcidn de activacion

La funcion de activacion determina el estado de activacion actual de la neurona en

base al potencial resultante hi:
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Ecuacién 4 - Funcion de activacion
a;(t) = f;(h;(©)

Existen varias funciones de activacion, como se muestra en la llustracion 3. La
variable x representa el potencial postsinaptico, mientras que la variable y = f(x)
representa el estado de activacion. La funcién identidad, la funcion escalon y la
funcién lineal por intervalos son las mas sencillas. Aunque dependiendo del
algoritmo de aprendizaje, algunas veces se requiere que la funcién de activacion
sea derivable, las mas empleadas en este caso son las funciones del tipo

sigmoideo (Martin, y otros, 2007).

llustraciéon 3 - Funciones de activacién comunes

Funcién Rango Grifica
Identidad y=x [~00, +oo] 1)
Escalén y = signo(x) {1, +1} 1)
y=H(x) {0, +1} -
Lineal a 1. e o [-1, +1] 1)
tramos y=14x, si +I<x<-l ! g
+1, si x>+l
Sigmoidea i 1 [0, +1] &)
1+e™* [-1,+1]
y = tgh(x) )
Gaussiana y=A, e B [0,+1] -ﬂ/)\
x
Sinusoidal y = A.sen(ax + @) [-1,+1] f&)

(Martin, y otros, 2007)
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La funcion gaussiana es ampliamente utilizada junto con reglas de propagacion
gue involucran el célculo del cuadrado de las distancias entre los vectores de
entrada y pesos, como se menciond anteriormente. Las funciones sinusoidales se
emplean en los casos en los que es necesario expresar una periodicidad temporal
(Martin, y otros, 2007).

1.3.1.5 Funcion de salida

La funcion de salida proporciona el valor de salida de la neurona y;(t), en base al
estado de activacion de la neurona ai(t). En general se utiliza la funcién identidad,

es decir:

Ecuacién 5 - Funcion de salida y;

i) = F(a;(®) = a;(t)
1.3.2 Arquitectura de una Red Neuronal Atrtificial

Una sola neurona es insuficiente para muchos problemas practicos, y con
frecuencia se utilizan redes con una gran cantidad de neuronas (Mehrotra, y otros,
1996).

La organizacion y disposicion de las neuronas dentro de una red neuronal se
denomina estructura, arquitectura, o topologia y viene dada por el nimero de
capas, la cantidad de neuronas por capa, el grado de conectividad, y el tipo de

conexion entre neuronas.

Una red puede estar formada por una Unica capa de neuronas. En este caso
hablamos de redes monocapa, y las neuronas que conforman dicha capa cumplen
la funcién de neuronas de entrada y salida simultdneamente. Cuando la red esta
compuesta por dos 0 mas capas hablamos de redes multicapa (capas de entrada,

capas ocultas y capa de salida).
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Entre un par de neuronas de la red neuronal artificial pueden existir conexiones.
Estas conexiones son las sinapsis, tienen asociadas un peso sinaptico, y son

direccionales.

Cuando la conexion se establece entre dos neuronas de una misma capa
hablamos de conexiones laterales o conexiones intra-capa. Por el contrario, si la
conexion se establece entre neuronas de distintas capas se la denomina conexiéon
inter-capa. Si la conexiéon se produce en el sentido inverso al de entrada-salida la

conexion se llama recurrente o realimentada.

A su vez, hablamos de redes neuronales con conexion hacia delante (redes
feedforward) cuando las conexiones entre las distintas neuronas de la red siguen
un unico sentido, desde la entrada de la red hacia la salida de la misma. Cuando
las conexiones pueden ser tanto hacia delante como hacia atras hablamos de
redes recurrentes (redes feedback). (Martin, y otros, 2007)

Un ejemplo de una RNA, se muestra en la llustracion 4, que representa una red
neuronal multicapa unidireccional, totalmente conectada de 7 neuronas en la capa

de entrada, 4 neuronas en la capa oculta y 2 neuronas en la capa de salida.

23



llustracion 4 - Ejemplo de una red neuronal artificial

Capa oculta
Capa de entrada Capa de salida

(Martin, y otros, 2007)
1.3.3 Aprendizaje

El aprendizaje en una Red de Neuronas Artificial consiste en la determinacion de
los valores precisos de los pesos para todas sus conexiones, que la capacite para
la resolucién eficiente de un problema. El proceso general de aprendizaje consiste
en ir introduciendo paulatinamente todos los ejemplos del conjunto de aprendizaje,
y modificar los pesos de las conexiones siguiendo un determinado esquema de
aprendizaje. Una vez introducidos todos los ejemplos se comprueba si se ha
cumplido cierto criterio de convergencia; de no ser asi se repite el proceso y todos
los ejemplos wuelven a ser introducidos. La modificacion de los pesos puede
hacerse después de la introduccion de cada ejemplo del conjunto, o una vez

introducidos todos ellos (Isasi, y otros, 2004).

Los esquemas o algoritmos de aprendizaje en general son de dos tipos:

supervisado y no supervisado.
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1.3.3.1 Aprendizaje supervisado

El aprendizaje supervisado se caracteriza porque el proceso de aprendizaje se

realiza mediante un entrenamiento controlado por un agente externo (supervisor,

maestro) que determina la respuesta que deberia generar la red a partir de una

entrada determinada. El supervisor controla la salida de la red y en caso de que

ésta no coincida con la deseada, se procedera a modificar los pesos de las

conexiones, con el fin de conseguir que la salida obtenida se aproxime a la

deseada. En este tipo de aprendizaje se suelen considerar, a su vez, tres formas

de llevarlo a cabo, que dan lugar a los siguientes aprendizajes supervisados
(Samarasinghe, 2007):

Aprendizaje por correccion de error: Consiste en ajustar los pesos de las
conexiones de la red en funcion de la diferencia entre los valores deseados
y los obtenidos a la salida de la red, es decir, en funcion del error cometido
en la salida.

Aprendizaje por refuerzo: Se trata de un aprendizaje supervisado, mas lento
gue el anterior, que se basa en la idea de no disponer de un ejemplo
completo del comportamiento deseado, es decir, de no indicar durante el
entrenamiento exactamente la salida que se desea que proporcione la red
ante una determinada entrada. En el aprendizaje por refuerzo la funcién del
supervisor se reduce a indicar mediante una sefal de refuerzo si la salida
obtenida en la red se ajusta a la deseada (éxito = +1 o fracaso = -1), y en
funcion de ello se ajustan los pesos basandose en un mecanismo de
probabilidades. Se podria decir que en este tipo de aprendizaje la funcion
del supervisor se asemeja mas a la de un critico (que opina sobre la
respuesta de la red) que a la de un maestro (que indica a la red la
respuesta concreta que debe generar), como ocurria en el caso de
supervision por correccion del error. (Isasi, y otros, 2004)

Aprendizaje estocastico. Consiste basicamente en realizar cambios

aleatorios en los valores de los pesos de las conexiones de la red y evaluar
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su efecto a partir del objetivo deseado y de distribuciones de probabilidad.
En pocas palabras el aprendizaje consistiria en realizar un cambio aleatorio
de los valores de los pesos y determinar la energia de la red. Si la energia
es menor después del cambio, es decir, si el comportamiento de la red se
acerca al deseado, se acepta el cambio; si, por el contrario, la energia no
es menor, se aceptaria el cambio en funcion de una determinada y
preestablecida distribucion de probabilidades (Haykin, 1999).

1.3.3.2 Aprendizaje no supervisado

Las redes con aprendizaj no supervisado (también conocido como
autosupervisado) no requieren influencia externa para ajustar los pesos de las
conexiones entre sus neuronas. La red no recibe ninguna informacion por parte
del entorno que le indique si la salida generada en respuesta a una determinada
entrada es o no correcta. Estas redes deben encontrar las caracteristicas,
regularidades, correlaciones o categorias que se puedan establecer entre los

datos que se presenten en su entrada (Haykin, 1999).

Existen varias posibilidades en cuanto a la interpretacion de la salida de estas
redes, que dependen de su estructura y del algoritmo de aprendizaje empleado.
En cuanto a los algoritmos de aprendizaje no supervisado, en general se suelen
considerar dos tipos, que dan lugar a los siguientes aprendizajes:

e Aprendizaje hebbiano: Esta regla de aprendizaje es la base de muchas
otras, la cual pretende medir la familiaridad o extraer caracteristicas de los
datos de entrada. El fundamento es una suposicion bastante simple: si dos
neuronas Ni y Nj toman el mismo estado simultdneamente (ambas activas o
ambas inactivas), el peso de la conexion entre ambas se incrementa. Las
entradas y salidas permitidas a la neurona son: {-1, 1} o {0, 1} (neuronas
binarias). Esto puede explicarse porque la regla de aprendizaje de Hebb se
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originé a partir de la neurona biologica clasica, que solamente puede tener
dos estados: activa o inactiva.

e Aprendizaje competitivo y comparativo: Se orienta a la clusterizacion o
clasificacion de los datos de entrada. Como caracteristica principal del
aprendizaje competitivo se puede decir que, si un patrén nuevo se
determina que pertenece a una clase reconocida previamente, entonces la
inclusién de este nuevo patrén a esta clase matizara la representacion de la
misma. Si el patrén de entrada se determind que no pertenece a ninguna de
las clases reconocidas anteriormente, entonces la estructura y los pesos de
la red neuronal serén ajustados para reconocer la nueva clase (Isasi, y
otros, 2004).

1.3.3.3 Algoritmo Backpropagation o Retropropagacion

El algoritmo backpropagation es el método de entrenamiento mas utilizado en
redes con conexion hacia delante. Es un método de aprendizaje supervisado de
gradiente descendente, en el que se distinguen claramente dos fases: primero se
aplica un patron de entrada, el cual se propaga por las distintas capas que
componen la red hasta producir la salida de la misma. Esta salida se compara con
la salida deseada y se calcula el error cometido por cada neurona de salida. Estos
errores se transmiten hacia atras, partiendo de la capa de salida, hacia todas las
neuronas de las capas intermedias. Cada neurona recibe un error que es
proporcional a su contribucion sobre el error total de la red. Basandose en el error
recibido, se ajustan los errores de los pesos sinapticos de cada neurona (Fritsch,
1996).

1.3.4 Generalizacion

Una vez finalizada la fase de aprendizaje, la red puede ser utilizada para realizar
la tarea para la que fue entrenada. Una de las principales ventajas que posee este

modelo es que la red aprende la relacion existente entre los datos, adquiriendo la
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capacidad de generalizar conceptos. De esta manera, una red neuronal puede
tratar con informacion que no le fue presentada durante de la fase de

entrenamiento (Chinrungrueng, 1988)

Cuando se evalla una red neuronal no sélo es importante evaluar si la red ha sido
capaz de aprender los patrones de entrenamiento. Es imprescindible también
evaluar el comportamiento de la red ante patrones nunca antes vistos. Esta
caracteristica de las redes neuronales se la conoce como capacidad de
generalizacion y es adquirida durante la fase de entrenamiento (Sanger, 1989). Es
necesario que durante el proceso de aprendizaje la red extraiga las caracteristicas

de las muestras, para poder luego responder correctamente a nuevos patrones.

Surge la necesidad de evaluar durante la fase de entrenamiento dos tipos de
errores. El error de aprendizaje, que indica la calidad de la respuesta de la red a
los patrones de entrenamiento, y el error de generalizacion o validacion, que indica
la calidad de la respuesta de la red a patrones nunca antes vistos. Para poder
obtener una medida de ambos errores es necesario dividir el set de datos
disponibles en dos, el set de datos de entrenamiento, y el set de datos de
evaluacion. El primero se utiliza durante la fase de entrenamiento para que la red
pueda extraer las caracteristicas de los mismos y, mediante el ajuste de sus pesos
sinapticos, la red logre una representacion interna de la funcion. El set de

evaluacion se utiliza para evaluar la capacidad de generalizacion de la red.

La causa mas comun de la pérdida de capacidad de generalizacién es el
sobreaprendizaje. Esto sucede cuando la cantidad de ciclos de entrenamientos
tiende a ser muy alta. Se observa que la respuesta de la red a los patrones de
entrenamiento es muy buena mientras que la respuesta a nuevos patrones tiende
a ser muy pobre. Al aumentar el numero de ciclos la red tiende a sobreajustar la
respuesta a los patrones de entrenamiento, a expensas de una menor capacidad

de generalizacion.
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1.3.5 Beneficios de las RNA

Los beneficios principales de las RNA provienen fundamentalmente de la
estructura paralela y distribuida, como asi también de su capacidad de aprendizaje
y generalizacion; siendo la generalizacién la propiedad de toda RNA para producir
salidas razonables ante entradas que no participaron del proceso de
entrenamiento.

A continuacién se mencionan algunas caracteristicas de las RNA que las hacen
utiles para la resolucion de diferentes problemas identificados por el autor Haykin
(1999).

No Linealidad: Una neurona o nodo es béasicamente un dispositivo no lineal.
Consecuentemente una red neuronal, la cual esta constituida por un conjunto de
nodos interconectados, es en si misma no lineal, ademas la no linealidad deriva

intrinsecamente de ser la RNA una estructura distribuida.

Mapeo Entrada-Salida: Otra de las capacidades importantes es la de aprender
funciones particulares que relacionan un espacio de entradas con un espacio de
salida, este mapeo se realiza en base a muestras del espacio de entradas, de
manera que la red pueda aproximar la funcién real de mapeo, en base a las

muestras tomadas del el conjunto de entrenamiento.

Adaptabilidad: Una RNA tiene la capacidad de adaptar sus pesos debido a
cambios en su entorno, en particular una red que ha sido entrenada para operar
en un ambiente determinado, puede ser facilmente re-entrenada para adaptarse a

los cambios del ambiente.

Informacion contextual: El conocimiento es representado por la estructura y el
estado de activacion de las células o nodos de la RNA. Cada neurona o nodo esta

potencialmente afectado por la actividad global de todos los nodos de la red.
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Tolerancia a fallos: Una Red Neuronal es inherentemente tolerante a fallos en el
sentido de que su rendimiento no se reciente mayormente bajo ciertas condiciones
de trabajo adversas de funcionamiento. Por ejemplo, si una neurona O Sus
conexiones dejan de funcionar, el comportamiento global de la red presentara una
baja en el rendimiento, que en algunos casos puede ser minima, pero no dejara de

funcionar.

Uniformidad de Andlisis y Disefio: Se refiere a la utilizacién de la misma notacién
en todos aquellos dominios de aplicacion que involucren a las RNA. Esta
caracteristica se manifiesta en diferentes aspectos, como por ejemplo la inclusion
de Neuronas o Nodos como ingrediente comun a todas las RNA. Esta modalidad
hace posible compartir teorias y algoritmos de entrenamiento en diferentes
aplicaciones de RNA. Redes modulares pueden construirse mediante integracion

de modulos similares.

Analogia Neurobioldgica: El desarrollo de RNA toma como base algunos aspectos
del cerebro, como asi también lo relacionado con su funcién y forma estructural

(Haykin, 1999).

1.3.6 Aplicaciones de las redes neuronales artificiales

A continuacion se citan algunas de las muchas aplicaciones particulares de las
RNAS, ya existentes hoy en dia. Rumelhart, Widrow y Lehr(1994) detallan muchas

de estas aplicaciones.

e Disefio de chips de alta integracion VLSI.

e Deteccion de transacciones fraudulentas con tarjetas de crédito.
e Procesamiento del lenguaje natural.

e Deteccion de minas.

e Deteccion de fibrilacion ventricular,

¢ Reconocimiento de escritura, tanto a maquina como a mano.

e Reconocimiento del sexo en rostros humanos.
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e Problemas de optimizacion, como el del viajante.

e Localizacion de servicios.

e Deteccion de sucesos interesantes en aceleradores de particulas.

e Concesion de créditos.

e Control de calidad.

e Control de procesos.

e Reconocimiento de aberraciones estructurales en cromosomas.

e Reconocimiento de la partida de droga de la que proviene una muestra
incautada

e Compresion/Descompresion de datos, etc.

e Extraccion del conocimiento en grandes bases de datos (KDD, Knowledge
Data Discovery). (Rumelhart, y otros, 1994)

e Soporte de la base de datos de reglas de un sistema basado en el
conocimiento. (Towell, y otros, 1994)

e Prediccion de la demanda de agua (Daza, 2008)

e Pronésticos de Ventas (Toro, y otros, 2004)
1.4 PRONOSTICOS

Los prondsticos o la prediccion, es la estimacion de valores futuros de una variable
en funcién del comportamiento pasado de la serie (historia). El valor futuro de una
serie de tiempo no es predecible con total exactitud, pero la busqueda de patrones
dentro de una serie de tiempo permite que haya regularidad en cuanto a su
comportamiento en el tiempo, lo que hace posible el modelado de la serie, y por

ende la prediccion (Chou, 1977).

El prondstico o prediccion es una herramienta muy Util, mas no imprescindible en
cualquier proceso de toma de decisiones. Entre sus aplicaciones se cuentan la
determinacién de las necesidades de inventario, la determinacién de ventas, y casi

cualquier otro tipo de variable que se pueda medir en el tiempo (Levin, 1997).
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1.4.1 Meétodos de pronosticos

Los métodos de prondstico pueden clasificarse de forma cuantitativa o cualitativa.

Las técnicas puramente cualitativas son aquellas que no requieren de una abierta
manipulacion de datos, solo utiliza el “juicio” de quien pronostica. Desde luego,
incluso aqui, el “juicio” del pronosticador es en realidad el resultado de la

manipulacion mental de datos histéricos pasados.

Las técnicas puramente cuantitativas no requieren de elementos de juicio; son
procedimientos mecanicos que producen resultados cuantitativos. Nahmias
identifica este tipo de métodos como meétodos objetivos y los define como aquellos
en los que el Pronodstico se deriva de un analisis de datos. Entre los métodos
cuantitativos se encuentran los prondsticos por series temporales y los modelos
causales. Un método de series de tiempo es aquel que usa solo valores pasados
en cuanto al fendbmeno que se desea predecir. Los modelos causales son aquellos
que usan datos provenientes de fuentes distintas a las series que estan
pronosticando, es decir, pueden existir otras variables con valores que estan

vinculadas de alguna forma a lo que se esta pronosticando (Nahmias, 2007).

En la llustracion 5, llustracion 6 e llustracion 7 se describen los métodos
cualitativos y cuantitativos mas conocidos y algunas de las caracteristicas de cada

uno de ellos.
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llustracion 5 - Métodos Cualitativos de prondésticos

; ipcio Exactitud (en un plazo
Mﬁmdlos I;iﬁ:gilg: Usos ¢ plazo) Identificacién del Costo
cualitativos corto mediano | larga punto de retomo relativo
Pronostico desarrollado Prongsticos de ventas a
mediante un grupo de expertos largo plazo para planeacion
que responden preguntas en de capacidad o
rondas sucesivas. Las respuestas instalaciones. Prondsticos
1. Delphi anonimas del grupo IEFﬂDlOglCOS para evaluar Regular a Regular a I;f’gnl:*llsf Regular a Medio
. retroalimentan en cada ronda a cuando pueden presentarse v buena mmy buena 3 buena 1 alto
todos los participantes. Se los cambios tecnoldgicos. . buena
pueden usar entre tres y seis
rondas para lograr un consenso
sobre el pronostico.
Grupos, cuestionarios, pruebas Pronésticos de las ventas
) de mercado o estudios que se totales de la compafiia,
i; Eﬂ?;‘:;g; usan para obtener datos sobre las || De grupos de productos bf:,i. Buena Regular beﬂ:lna; a Alto
condiciones del mercado. importantes o de productos
mdividuales.
Prediccion basada en la fase de Pronosticos de ventas a
. introduccion, crecimiento y largo plazo para planeacion
.;i,;; i‘:smi?cii o samracl:wn t%e productos de capacidad o Mala Regular a Regular a Mala a Medio
C su‘mlar_es._ Aprovecha la curva de instalaciones. ‘ buena buena regular
de vida crecimiento de las ventas en
forma de S.
Prondstico que puede hacer un Prondsticos de ventas totales
grupo o un individuo basandose v de productos individuales.
4. Juicio el 5US experiencias, inficion o Malaa Mala a Malaa Malaa .
. . Bajo
informado hechos relacionados con la regular regular regular regular
situacion. No se usa un método
T1ZUros0.

(Schroeder, 1996)
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llustracion 6 - Métodos por Series de Tiempo para prondsticos

Meétodos por L. . . Exactitud (en un plazo) Identificacion del Costo
. . Descripcion del metodo Usos .
series de tiempo R punte de retomo relativo
corto mediano large
Planeacion de corto a
El prongstico se basa en un mediano plazo para
1. Promedio promedio aritmético ponderado inventarios, niveles de Mala a nmy _ . | '
.. . o . Mala Muy mala Mala Bajo
movil de un mimerc de puntos de datos || produccion v programacion. buena -
del pasado. Es bueno cuando hay
nchos productos.
Similar al promedio movil v da
un mayor peso exponencial a los
2. Suavizacién datos mas recientes. Bien Resular 2 muv Mala a
= - adaptado para usarse con Igual que el promedio Mavil = ? Muy mala Mala Medio
exponencial buena -
computadoras ¥ cuando es buena
necesario pronosticar un gran
numero de articulos.
Un modelo lineal o no lineal
a_]usradt_) con los datos de series Igual que el pramedio mévil
de tiempo, normalmente L Regular )
3. Modelos . - ) pero con limitaciones Bajoa
- mediante regresion. Incluye las - Muy buena Muy mala Mala :
mafemancos . . . . debido al costo ¥ a su uso medio
lineas de tendencias, polinomios, a huena
s . . con pocos productos.
logaritmos lineales, series de
Fourier. etcétera.
Métodos de autocorrelacidn que
se usan para identificar las series Limitado debido al costo de Regulara
1. Box-Tenkins de tlEn.ll?O:S’llb}'ﬂEfﬂIf‘S ¥ para los prodlur.tlos que requieren Mu?' buena a Muv mala Mala Medio 2 altol
ajustar €l 'mejor” modelo. Se de pronosticos muy exactos excelente b ¢
necesitan aproximadamente 60 a corto plazo. uena
puntos de dafos del pasado.

(Schroeder, 1996)
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llustracion 7 - Métodos causales de prondsticos

Meétodos Exactitud (en un plazo) Identificacion Costo
Descripcion del método Usos del punto de .
causales corto nediano lareo retomo relativo
Este método relaciona la Planeacién a corto v
demanda con ofras variables mediano plazo para
externas o internas que tienden a produccion agregada o
1. Regresion f:ambiar la dem:?nda._ Este inventarios que im-'olgcreu a Buena a muy Buena a muy Mala Muy buena Medio
metodo de regresion utiliza los pocos productos. Util buena buena
minimos cuadrados para obfener cuando hay estrechas
un mejor ajuste entre las relaciones de causa y efecto.
variables.
Un sistema de ecuaciones de Prondstico de ventas por
2. Modelo regresion independientes que clases de producto para Muy buena a
econométrica describe algin sector de la planeacion a corto y excelente Muy buena Buena Excelente Alto
economia o actividad lucrativa. mediano plazo.
Un método para pronosticar que
describe el flujo de un sector de Prondsticos de ventas de
3. Modelo de la economia a otro para predecit toda la compaiiia o de todo . . Buena a muy | Buenaa muy
insumo los insumos que se necesitan €l pais por sector No disponible buena buena Regular Muy alto
para producir los productos que €CONOMmico.
requiere otro sector.
Simulacion del sistema de
distribucion para deseribir los
cambios en las ventas y flujos Pronosticos de las ventas de
4. Box-Jenkins del producto en el tiempo. toda la compaiiia por grupos Muy buena Buena a muy Buena Buena Alto
Refleja los efectos del canal de importantes de productos. buena

distribucion.

(Schroeder, 1996)
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1.4.1.1 Series de tiempo

Una serie de tiempo o serie temporal es un grupo de datos cuantitativos que se
obtienen en periodos regulares. Los métodos de series para elaborar prondsticos
incluyen la proyeccion de valores futuros de una variable, basada completamente

n observaciones pasadas y presentes de ésta.

La suposicion basica sobre la que se fundamenta el andlisis de las series de
tiempo es que los factores que han influido en el pasado y en el presente sobre los
patrones de la actividad, continuaran haciéndolo en forma mas o menos similar en
el futuro. Por lo tanto, las principales metas del andlisis de la serie de tiempo es
identificar y aislar estos factores influyentes para fines de prediccion, asi como

planeacion y control.

Los factores que componen una serie temporal son la tendencia, la fluctuacion
ciclica, la variacion estacional y la variacion irregular (Makridakis, y otros, 1998),
(Hanke, y otros, 1996).

La tendencia es el patron de movimientos ascendentes o descendentes, generales
o persistentes en el largo plazo; representa la direccién a largo plazo de la serie y
su estudio permite describir un patrén histérico y proyectarlo hacia el futuro.

La fluctuacion ciclica estd compuesta por los desplazamientos 0 movimientos
repetitivos ascendentes y descendentes mediante cuatro fases: desde el punto
mas alto a la contraccion y del punto mas bajo a la expansion; este movimiento se

presenta respecto de la tendencia.
La variacion estacional corresponde a los patrones o fluctuaciones periédicas

bastante regulares, que ocurren dentro de cada periodo de 12 meses, afio tras

ano.
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La variacion irregular esta formada por las fluctuaciones erréaticas o residuales en
una serie de tiempo que existen después de tomar en cuenta los efectos
sisteméaticos de la tendencia, la estacionalidad y la fluctuacion ciclica. Por lo
general este componente se presenta durante intervalos breves y se ajusta a un

patréon aleatorio (Levin, 1988).

1.4.1.1.1 Clasificacién de las series de tiempo

Las series de tiempo se pueden dividir inicialmente en métodos clasicos y
métodos modernos, donde los métodos clasicos son casos especificos de los
modernos (Mora, 2007).

1.4.1.1.1.1Modelos clasicos

Las metodologias clasicas de series temporales se basan en extrapolar una
funcién, que simula el comportamiento pasado y presente de la serie, hacia el

futuro cercano.
Algunas caracteristicas de los métodos clasicos son:

e Deterministicos: se les puede expresar mediante una funcion matematica,
gue se construye con la modelacion de los datos histéricos y actuales.

e Pronosticos: basicamente estos se calculan a partir de los datos del pasado
y estan relacionados con ellos

e Fendmenos exdgenos: estos se involucran en la serie, la perturban durante
un tiempo y luego se marchan

e Simple vista: se puede predecir su tendencia con la simple observacion

humana
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1.4.1.1.1.2 Modelos modernos

Los modelos como los ARIMA fueron desarrollados por Box y Jenkins durante la

década de 1970, los cuales presentan grandes ventajas (Makridakis, y otros,

1998)

1.4.1.1.1.2.1 Modelos ARIMA — Metodologia Box-Jenkins

Los modelos ARIMA son de caracter general, con lo cual siempre existe uno de

ellos que se adecua a cualquier serie temporal por mas especial que sea. Desde

el punto de vista de los modelos probabilisticos, se puede afirmar que una serie

temporal es una realizacion parcial de un proceso estocastico de parametro de

tiempo discreto (Carrion, 1999).

Las caracteristicas de los modelos ARIMA son:

Estocasticos: ya que se basan en estos procesos, no se les expresa en
forma deterministica con ecuaciones, sino con expresiones gque involucran
operadores

Pronosticos: los modelos modernos pueden lanzar prondsticos que estén
en funcién neta del pasado, pero también puede predecir hechos totalmente
novedoso que muy poca O hinguna relacion tienen con los eventos ya
descritos del pasado; como también una combinacion de los anteriores,
pronosticos que por una parte dependen del pasado y por otra parte sean
aleatorios.

Fendbmenos exogenos: estos se involucran, alteran la serie y pasan a
formar parte de ella.

Simple vista: no es facil predecir el comportamiento futuro de la serie con la

simple observacion humana, en los modelos modernos.
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llustracion 8 - Modelos de prondsticos

El modelo se caracteriza
gue lo patronea una

@BE—’ Box — Jenkins expresion
Modelos AR.I.MA. Normal Estacional

Auto Regressive - Integrated-Moving Average (AR.I.LMA)) (AR.1.LMA.)

(p.da)  (PDQ)

Tendencia Lineal

Modelos de Ajuste por _
> Regresion Linear

Tendencia

> Trend Analysis

Linear Trend

0 de Regresion

. Tendencias no Lineales
Regresion

Nonlineal Regresion

Nonlinear Trend

| Cléasicos |7

Suavizacién Pura

Moving Average

Modelos de suavizacion

Smoothing

Suavizacion Exponencial

Exponential Smoothing

v

Brown exponential smoothing

Suavizacion Exponencial

Exponential Smoothing

Holt exponential smoothing

Modelos de descomposicion

> Seasonal Decomposition

Holt-Winter

Exponential Smoothing Descomposicic')n

Aditivo y Multiplicativo
Holt Winter

A4

Exponential smoothing

Seasonal decomposition

1.4.2 Medicion del error de prondsticos

Existen diversos métodos para resumir los errores generados por una técnica de

pronosticos especifica. La mayoria de estas medidas son el promedio de alguna
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funcién de la diferencia entre los valores reales y el pronostico. Estas diferencias

se conocen como residuales.

Para calcular el error de prondstico o residual de cada periodo pronosticado se

utiliza la ecuacion:

Ecuacion 6 - Residual de pronostico

Donde

e, = error del prondstico en el periodo t

Y, = valor real en el periodo t

Y, = valor de prondstico para el periodo t

A continuacion se enuncian algunas medidas de precision de pronésticos

La desviacidon absoluta media (MAD, del inglés Mean Absolute Deviation) mide la
precision del pronéstico al promediar las magnitudes de los errores del prondstico.
Es util cuando el analista requiere medir el error de prondstico en las mismas

unidades de la serie original.

Ecuacién 7 - Desviacion Absoluta Media MAD
n
1 _
MAD =2 ) ¥ =¥
t=1

El error cuadratico medio (MSE, del inglés Mean Squared Error) eleva cada error
de prondstico o residual al cuadrado, luego se suman y dividen entre el nimero de
observaciones. Este método penaliza los errores grandes de pronostico debido a

gue los errores se elevan al cuadrado.
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Ecuacién 8 - Error Cuadratico Medio MSE
1 n
_ .2
s =15 (1 5)
t=1

El error porcentual absoluto medio (MAPE, del inglés Mean Absolute Porcentage
Error) se calcula al encontrar el error absoluto en cada periodo, dividiéndolo entre
entre el valor real observado para ese periodo y luego promediando los errores
porcentuales absolutos. Este método es Util cuando el tamafio o magnitud de la

variable del prondstico es importante para evaluar la precision del pronéstico.

Ecuacién 9 - Error porcentual absoluto medio MAPE
n ~
_IN -7
MAPE =— ) ———
nli Y,
t=1

El error porcentual medio (MPE, del inglés Mean Porcentage Error) se calcula al
encontrar el error en cada periodo y al dividir el resultado entre el valor real para
dicho periodo y a continuacién, se promedian estos errores porcentuales. Este
método es Util cuando es necesario determinar si un método de prondstico tiene
sesgo (produce prondsticos mas altos 0 mas bajos de manera sistematica).
(Hanke, y otros, 1996)

Ecuacion 10 - Error porcentual medio MPE
n ~
1 Y, —Y,
MPE = —Z—( =)
n Y,
t=1

1.5 MANTENIMIENTO SISTEMICO

La actividad del mantenimiento industrial estd compuesta por tres elementos

fundamentales, a saber: el mantenimiento, la producciony el parque industrial.
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El mantenimiento es el elemento que comprende las personas que ofrecen y
prestan el servicio de conservacion de equipos a los departamentos 0 empresas

gue producen bienes o servicios, mediante los recursos de los que disponen.

La produccién (A.O.D.?), es el elemento que requiere y demanda el servicio de
mantenimiento de los equipos que utiliza para producir bienes o servicios.

El parque industrial es el conjunto de elementos, equipos o lineas de produccion
utilizados para la produccion de bienes o servicios, constituidos por todos aquellos

objetos donde se aplican las acciones de mantenimiento (Mora, 2012).

Los elementos mantenimiento, produccion y maquinas se relacionan entre si a
partir de premisas y normas de aceptacion universal, asi: la relacion entre
productores (produccion) y maquinas la establecen los principios de la
confiabilidad, la relacion entre mantenedores (mantenimiento) y maquinas se
define por las reglas de la mantenibilidad, la relacion entre mantenedores y
productores se da por una relacion indirecta a traves de los equipos y esta

gobernada por los canones de la disponibilidad.

La confiabilidad se mide a partir del nUmero y duracion de las fallas (tiempos
utiles, reparaciones, tareas proactivas, etc.), la mantenibilidad se cuantifica a partir
de la cantidad y de la duracién de las reparaciones (0 mantenimientos planeados
(tareas proactivas segun J. Moubray - RCM I1)); mientras que la disponibilidad se
mide (o0 se obtiene por calculo y deduccion matematica) a partir de la confiabilidad
y de la mantenibilidad (Mora, 2012).

2 AO.D. Aprovisionamiento, Operacién y Distribucion: Son todos aquellos departamentos o industrias que realizan
actividades de aprovisionamiento u operacion vy distribucion de bienes o servicios, internos o externos a la organizacion
origen del mantenimiento. (Mora, 2012)
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1.5.1 Niveles del mantenimiento

Al sintetizar el mantenimiento en tres elementos (mantenimiento, produccién y
maquinas), se admite su jerarquizacion en niveles de categorias, que establece

las relaciones y las condiciones entre sus tres elementos.

Las categorias son divisiones jerarquicas que permiten simplificar el tratamiento
profundo de los diferentes conceptos, que facilitan su organizacion, que consiente
en el analisis de sus diferencias y similitudes, para la estructuracion total de los

diferentes temas que los conforman. (Mora, 2012)

Una primera aproximacion a la categorizacion del mantenimiento, se encuentra
instituida por la casa ESReDa en su manual Handbook ( (ESReDA, 2001) donde
se establecen tres niveles: tactico, operativo y estratégico; para presentar una

adecuada clasificacion para diversas tareas, acciones y temas del mantenimiento.
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llustracion 9 - Niveles de mantenimiento de la casa ESReDa

Andlisis de oportunidades vy |
- amenazas A
Gerencia
ESTRATEGICA \
Comportamiento del sistema de
mantenimiento bajo la
--------------------------------------------------- metodologia Ciclo econémico f--------=---7----
integral de Vida ( LCC - Life
Gerencia Cycle Cost)
TACTICA basada !
en objetivos Plan maestro de mantenimiento
planeado
______________________________________________________________________ R I
/ Investigacion \
| Andlisis | | Planeacion |

Gerencia
OPERACIONAL \ \ / /
| Ejecucién |4——| Cronograma |

Equipos fuera de
servicio por LCCu |«
obsolescencia

(ESReDA, 2001)

El autor Luis Mora plantea cuatro niveles o categorias:

1.5.1.1 Nivel 1 - Instrumental (Funciones y Acciones)

El nivel instrumental comprende todos los elementos necesarios para que exista
un sistema de gestién y operacion de mantenimiento, incluye: la informacion, las

maquinas, las herramientas, los repuestos, los utensilios, las materias primas e
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insumos propios de mantenimiento, las técnicas, los registros historicos de fallas y
reparaciones, las inversiones, los inventarios, las refacciones, las modificaciones,
los trabajadores, las personas, el entrenamiento y la capacitacion de los
funcionarios, entre otros.

1.5.1.2 Nivel 2 - Operacional (Acciones mentales)

El nivel operacional comprende todas las posibles acciones a realizar en el
mantenimiento de equipos por parte del oferente, a partir de las necesidades y
deseos de los demandantes. Acciones correctivas, preventivas, predictivas y

modificativas.

1.5.1.3 Nivel 3 - Tactico (Conjunto de Acciones Reales)

El nivel tactico contempla el conjunto de acciones de mantenimiento que se
aplican a un caso especifico (un equipo o conjunto de ellos), es el grupo de tareas
de mantenimiento que realizan con el objetivo de alcanzar un fin; al seguir las
normas y reglas para ello establecido. Aparecen en este nivel el TPM, RCM, TPM
& RCM combinadas, PMO, reactiva, proactiva, clase mundial, RCM Scorecard,

entre otros.

1.5.1.4 Nivel 4 - Estratégico (Conjunto de Funciones y Acciones mentales)

El campo estratégico esta compuesto por las metodologias que se desarrollan con
el fin de evaluar el grado de éxito alcanzado con las tacticas desarrolladas; esto
implica el establecimiento de indices, rendimientos e indicadores que permitan

medir el caso particular con otros de diferentes. (Mora, 2012)
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llustracion 10 - Enfoque Sistémico Integral Kantiano de Mantenimiento Estratégico

Nivel Estratégico
CMD, LCC y Terotecnologia

Nivel Tactico
TPM, RCM, TPM & RCM, Proactivo, Reactivo, Core
Competences, Clase Mundial, por Objetivos, PMO, etc.

Nivel Operacional
Tareas o Acciones Correctivas, Modificativas, Preventivas, Predictivas, etc.

/ Nivel Instrumental \
/ Instrumentos avanzados especificos de orden técnico \
/ Instrumentos avanzados especificos AN
/ Instrumentos avanzados genéricos AN
/ Instrumentos basicos N\

(Mora, 2012)

1.5.2 Gestion del mantenimiento

La Gestion de Mantenimiento se puede definir como la direccién y organizacion de
recursos para controlar la disponibilidad y el funcionamiento de la planta industrial
a un nivel especificado (Kelly, y otros, 1998).

Para evaluar los resultados de la gestion de mantenimiento, la organizacion
necesita un numero de indicadores que tiendan a alertar a los directivos de la
necesidad de correcciones o modificaciones en cada nivel de decision (ESReDA,
2001).
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El estudio de indicadores de mantenimiento esta usualmente incluido en el
proceso de desarrollo, validacion y aplicacion de indicadores generales de
desempefio que pueden incluir o no efectos de mantenimiento y estdn muy
relacionados con modelos de PSAy CMD (ESReDA, 2001).

En general los indicadores pueden servir para varios propositos:

e Determinar tendencias, si las acciones estan mejorando la seguridad.
e Decidir si es apropiado enfatizar en diferentes aspectos de la gestién de
seguridad.

e Proveer alertas de potenciales problemas de seguridad (ESReDA, 2001)

Segun el manual de ESREDA, los indicadores deben ser desarrollados para tener

las siguientes caracteristicas esenciales:

e Claridad: deben ser faciles de entender por las personas que lo van a
utilizar.

e Fidelidad: reproducir con precision lo situacion por ser controlada.

e Sensibilidad: deben reaccionar con la velocidad necesaria para cambios de
condiciones.

e Unidad: para cada situacion debe existir un solo indicador para evitar
resultados inciertos.

e Utilidad: los indicadores deben ser necesarios y adaptados al control de un
proceso.

e Jerarquia: la persona encargada de cada nivel debe tener soélo los
indicadores que le conciernen a su area.

e Complemento: los indicadores se deben complementar unos a otros, y en
Su grupo, deben cubrir tanto como sea posible la totalidad de las
actividades de mantenimiento (ESReDA, 2001)
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La mayoria de las tacticas conocidas como TPM, RCM, proactiva, reactiva, clase
mundial, PMO, RCM Scorecard, centrada en objetivos, basada en riesgos, tero
tecnologica, etc., fundamentan su establecimiento a partir de los indicadores CMD;
los cuales proveen los principios béasicos estadisticos y proyectivos de las dos
manifestaciones magnas de mantenimiento: fallas y reparaciones. La mejor forma
de controlar el mantenimiento y sus implicaciones es a través del componente

confiabilidad y parametros asociados (Barringer, 1996).

1.5.3 Indicadores para la gestion de mantenimiento

En mantenimiento es necesario reconocer dos aspectos basicos: gestion y
operacion, la primera se refiere al manejo de los recursos, a su planeacion y
control, mientras que la segunda es la realizacion fisica del servicio de

mantenimiento (Mora, 2006).

A continuacion se listan varios de los indicadores importantes para la gestion del
mantenimiento y se hace una diferencia entre el control y los datos necesarios
para la Direccién de Mantenimiento y los necesarios para la gestion operativa

(Navarro, y otros, 1997).

1.5.3.1 Indicadores para la alta direccion. Estratégicos

La informacion para la Direccién General o de Mantenimiento, debe tener una
orientacién econdémico-técnica, con una presentacion formal y una periodicidad

mensual y acumulada.

Esta informacion del estado de los avances debe ser tal que refleje aspectos

relacionados con las actividades, los recursos y los resultados obtenidos.
1.5.3.1.1 Indicadores sobre proceso y actividades

e Numero de intervenciones y duracién de las mismas
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e Total horas trabajadas vy el total de trabajos realizados
¢ Numero de trabajos pendientes con su valoracion en horas

¢ Numero de mantenimientos modificativos o de mejoras, sus tiempos,

inversion y retornos.

1.5.3.1.2 Indicadores de resultados

e Objetivos parciales o totales logrados
e Disponibilidad media de cada maquina o linea de produccion

e MTTR, MTBF, tiempos medios de respuesta a las averias, horas totales de

paro paray por mantenimiento.
1.5.3.1.3 Indicadores de instrumentos de mantenimiento o factores productivos.

Se refieren a la informacién sobre mano de obra empleada, materiales y el costo

de los mismos:

e Mano de obra propia y subcontratada por érdenes de trabajo realizadas
e Costos de materiales por trabajo, movimientos y rotaciones de almacén,

repuestos obsoletos e inservibles.

e Presupuesto versus realidad

1.5.3.2 Indicadores de orden operativo.

Son de orden técnico-econdmico, sirven para los ejecutores y planeadores de
mantenimiento.

1.5.3.2.1 Indicadores sobre procesos y actividades:

e Curvas de intervenciones versus tiempo de duracion
e Curvas de intervenciones versus gastos
e Trabajos pendientes o atrasados

e Comparacion de trabajos similares
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1.5.3.2.2 Indicadores de resultados

e Comparan las acciones contra resultados
e MTIR y MTBF frente a tiempo y costos

e Fallas y reparaciones repetitivas

1.5.3.2.3 Indicadores de Factores productivos

e Carga de trabajo, ordenes de trabajo en proceso, terminadas y correcciones
por trabajador y area

¢ Disponibilidad y confiabilidad de cada equipo comparada en el tiempo

e Consumos Yy gastos de cada trabajo

e Materiales comprados y usados frente nimero de horas de operacion y

paro

1.5.3.3 Costo de Ciclo de Vida (LCC)

El concepto de costo de ciclo de vida es enfocado en las normas del gobierno
BritAnico como Terotecnologia, donde se define en la norma BritAnica BS3811
como una combinacién de direccion, finanzas, ingenieria, construccion y otras
practicas aplicadas a perseguir el costo de vida economico de los activos fisicos
(Barringer, 1996).

Ecuaciéon 11 - LCC

T
1

r es la tasa de descuento o rata de interés
C(n) es el costo en el afio n

T es la vida util en afios
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Ecuacién 12 - Efectividad de la maquina o elemento
Efectividad = Confiabilidad * Mantenibilidad * Disponibilidad * Capacidad utilizada
Ecuacién 13 - Efectividad del sistema

Efectividad de la Maquina o del elemento  C+ M *D K

Efectividad del sistema = TCC = TCC

K= Capacidad utilizada
(Barringer, 1996)
1.6 CONCLUSIONES DEL CAPITULO

El desarrollo del objetivo permite describir las redes neuronales en cuanto a su
composicion, estructura, métodos de aprendizaje y sus beneficios; ademéas se
reconoce la importancia de realizar prondsticos y los diferentes modelos de series
de tiempo; y se detallan los elementos, niveles e indicadores importantes en la

gestion del mantenimiento
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2 PARAMETROS CMD
2.1 OBJETIVO 2

Identificar los parametros relevantes de orden matemdatico, estadistico, etc. de

indicadores CMD para su uso en redes neuronales artificiales.
2.2 INTRODUCCION

La confiabilidad, la mantenibilidad y la disponibilidad son practicamente las Unicas
medidas técnicas y cientificas, fundamentadas en calculos matematicos,
estadisticos y probabilisticos, que tiene el mantenimiento para su analisis. (Mora,
2012).

La utilizacion de los parametros directos y asociados al CMD permite la
comparacion contra equipos similares o afines a nivel mundial o también establece
una relacion de comportamiento en el tiempo consigo mismo, es decir permite la
valoracion de la misma maquina en el tiempo para conocer su evolucion. De la
interpretacion, uso y andlisis de las curvas caracteristicas CMD, de sus
pronosticos y de todos los calculos asociados se desprenden las estrategias a
realizar para lograr alcanzar las metas, objetivos, mision y vision de las empresas
a través del uso intensivo de estos instrumentos en la gestion y operacion de
mantenimiento (Mora, 2012).

2.3 DESARROLLO CMD

2.3.1 Confiabilidad

Los autores definen en general la confiabilidad de un item o sistema como la
probabilidad de que éste desempefie adecuadamente su funcién, durante un
intervalo de tiempo y bajo condiciones ambientales o de entorno especificas
(Leemis, 1995) (Ramakumar, 1993) (O'Connor, 1985) (Billington, y otros, 1983)
(Lews, 1987) (Barlow, y otros, 1995) (Nachlas, 1995).
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2.3.1.1 Funcién de Confiabilidad

La duracion de un equipo no es predecible con certeza, por ejemplo dos bombas
iguales, producidas en procesos y equipos idénticos, se hacen funcionar en
condiciones de operacién similares hasta que fallen, indudablemente se obtienen
duraciones diferentes para cada uno de ellas. Por tal motivo se acostumbra a
representar la duraciéon de un componente como una “variable aleatoria” y aplicar
teoria de probabilidades (Diaz, 1992).

La confiablidad es definida como la probabilidad de un equipo funcionara por
encima de un periodo de tiempo t. Para expresar esta relacion matematicamente,
se define T como la variable aleatoria que representa la vida de un equipo

cualquiera. Para estimar o predecir el comportamiento de una variable aleatoria es

conveniente conocer su funcion de distribucion de probabilidad.
La confiabilidad puede ser expresada como:
Ecuacién 14 - Funcién de probabilidad
R(t) = Pr{r > t}
(Ebeling, 1997)

Donde:

R(t) es una funcion decreciente.

R(0) = 1
t20
imR(t)=0

t—ow
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llustracion 11 - Funciéon de Confiabilidad

R(t)

™Y

R(t)2

™7

R(t)1

(Leemis, 1995)

2.3.1.2 Curva de Davies o de la bafera.

La curva de la bafiera, es una curva que permite analizar los fallos durante el
periodo de vida util de un equipo (aparato o maquina). Tiene forma de barfiera
debido a que la vida util de los dispositivos tiene un comportamiento que viene
reflejado por tres tipos caracteristicos de fallas (excluyendo dafios por manejo
inadecuado, almacenado u operacion inapropiada de los usuarios), que son
inherentes al equipo, que ocurren sin ninguna falla por parte del operador y estan
relacionadas con cada una de las regiones de vida del elemento y el tipo de falla

que en ella ocurren; estas fallas son mortalidad infantil, la vida util y el desgaste.
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llustracion 12 - Curva de Davies o de la bafera.

Tasa de Fallas
r 3

Fase I de rodaje o Fase II de madurez o de Fase !II_dE
meortalidad infantil vida ntil envejecimiento
Etapal Etapa Il Etapa il

de la | de la de la
fase Il | fase lll fase IIL

—

Fallas Fallas i i Fallas de
tempranas aleatorias desgaste

Las fallas en esta fase | se deben Las fallas en la fase Nl se originan Las fallas de la fase Ill se fundamentan €n el desgaste
nomalmente  a:  defectos  de basicamente por operacién indebida de 1 ejecimiento o la pérdida de
materiales.  disefios  deficientes. de | i i i ] de-

inadecuados,
ectos, calidad
s y repuestos,

Ia parte derecha de la curva,
es mas costoso que
equipos o del recurso humano

0 1 constante 1 2 constante 2 o mayor

ﬁeta, facror de forma
(Mora, 2012)

Mortalidad infantil es el periodo al inicio de la operacion, donde con frecuencia
ocurren fallas prematuras debidas a defectos no detectados, defectos de disefio
no corregidos, errores en la fabricacion y el montaje. En este periodo la tasa de
falla es decreciente con el tiempo. También se conoce con el nombre de “periodo

de rodaje” o “periodo infantil” (Diaz, 1992).

Vida util es el segundo intervalo de la grafica donde la tasa de fallas es constante,
lo que indica que las fallas son totalmente aleatorias y no depende del tiempo

transcurrido desde la dltima falla (O’'Connor, 1985).

Desgaste es el ultimo intervalo de la curva, donde la tasa de falla aumenta
sostenidamente porgue los elementos del equipo sufren un proceso de deterioro
fisico debido al roce mecanico u otras consideraciones. En determinado momento,
los costos de mantenimiento e indisponibilidad seran tan elevados que el equipo

debera sustituirse (Nachlas, 1995).
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2.3.1.3 Indicadores de confiabilidad.

Los indicadores de confiabilidad son necesarios para la caracterizacion de la
habilidad del sistema para desempefiar su operacidon; deben reflejar las
propiedades esenciales de operacion del sistema, ser entendibles desde el punto
de vista fisico, simples de calcular desde el disefio y simples de comprobar a la
hora de su uso. En algunas ocasiones es imposible caracterizar un sistema con un
solo indicador, pero al mismo tiempo, el nUmero de indicadores de confiabilidad
debe ser tan pequefio como sea posible. Igualmente la mayoria de los indicadores

son de naturaleza estadistica y dependen del tiempo (Gnedenko, y otros, 1995).

2.3.1.3.1 Tiempo medio para fallar.

El tiempo medio para fallar, MTTF (mean time to failure), es la medida de la
tendencia central o esperanza matematica de la distribucion de vida asignada para
la variable tiempo para fallar, la cual expresa el tiempo operado y se usa

generalmente para elementos no reparables (Billington, y otros, 1983).

2.3.1.3.2 Tiempo medio entre fallas

El tiempo medio entre fallas, MTBF (mean time between failures), es la medida de
la tendencia central o valor promedio de la distribucién de la variable aleatoria

tiempo entre fallas, aplicada a items reparables (Bilington, y otros, 1983).

En la literatura en general se pueden encontrar dos posiciones acerca de este
indicador: una basada en los tiempos de operacion libre de falla muy similar a la
definicion de MTTF pero aplicable a los items y sistemas reparables, y una
segunda gque toma en cuenta la suma de los tiempos de reparacion y operacion;
esto se debe a que en general los tiempos de reparacion son mucho mas
pequefios que los tiempos de operacion y se tiende a igualar el MTTF con el
MTBF.
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llustracion 13 - Diagrama de tiempos de un sistema de un componente.

Funcionarmiento

|
T
|
T

- T
(Billington, y otros, 1983)

|

Donde:
m = MTTF: tiempo de operacion del componente.
r = MTTR: tiempo de reparacion del componente.
T = MTBF: tiempo de ciclo del componente.

Ecuacién 15 - Definicion de tendencia central distribucion para confiabilidad.
MTTF 6 MTBF = [E]= [R(t)-dt
0

(Leemis, 1995)
Donde:
R(t): funcion de confiabilidad.

E: corresponde a esperanza matematica de la distribucion.

2.3.1.3.3 Tiempo medio entre mantenimientos.

El tiempo medio entre mantenimientos, MTBM (mean time between maintenance),
mas que un indicador de confiabilidad es un indicador de la frecuencia de los
mantenimientos; es funcién de la frecuencia de los mantenimientos planeados
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(preventivos) y no planeados (correctivos), y en ausencia de mantenimiento

preventivo, el MTBM se aproxima al MTBF (Blanchard, y otros, 1995).
Ecuacién 16 - Definicion del tiempo medio entre mantenimientos.

1
1 1

+
MTBM, MTBM,

MTBM=

(Blanchard, y otros, 1995).
Donde:

MTBMc: tiempo medio entre mantenimientos no planeados (correctivo) se

aproxima al MTBF.
MTBM,; tiempo medio entre mantenimientos planeados (preventivo).
2.3.2 Mantenibilidad

Es la probabilidad de que un equipo o sistema sea restituido a un estado de
funcionamiento normal, luego de la aparicion de una falla, y cuando el
mantenimiento es realizado, al nivel deseado de confianza, con el personal
especificado, las habilidades necesarias, el equipo indicado, los datos técnicos,
manuales de operacion y mantenimiento, el departamento de soporte de

mantenimiento y bajo condiciones ambientales especificadas

La mantenibilidad esta relacionada con la duracion de las paradas por
mantenimiento y el tiempo que toma efectuar las acciones de restauracion. Las
caracteristicas de la mantenibilidad se determinan usualmente por el disefio del
equipo, el cual establece los procedimientos de mantenimiento y la duracién de los
tiempos de reparacion (Blanchard, y otros, 1995).
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Una forma clara para medir la mantenibilidad, es tener en cuenta todos los
tiempos en reparaciones, restauraciones o realizacion de tareas relacionadas con
equipos o sistemas. Ademas, se debe tener en cuenta, los hechos previos que
ocurren antes de haber alcanzado el estado de normalidad: el disefio, operacion,
habilidades de los operarios, modificaciones realizadas, reparaciones anteriores,

capacidad de operacion, el entorno, entre otros (Mora, 2008, 75).

El resultado de la mantenibilidad es el logro de tiempos cortos de reparacion para
mantener una alta disponibilidad, de tal manera que se minimicen las paradas de
los equipos productivos para el control de costos, cuando la disponibilidad es

critica. (Barringer, 1996)
2.3.2.1 Indicadores de mantenibilidad.

Los indicadores de mantenibilidad se aplican tanto para mantenimientos

planeados como no planeados.
2.3.2.1.1 Tiempo medio para reparar

El indice clave para la mantenibilidad es frecuentemente el tiempo medio para
reparar, MTTR (mean time to repair), o tiempo medio de mantenimiento correctivo,
y se interpreta como un limite para el tiempo maximo de reparacion.
Cualitativamente, se refiere a la facilidad con que los equipos son restablecidos a
su estado de funcionamiento. Cuantitativamente es una probabilidad y se mide
con base en el tiempo de parada por mantenimiento, incluyendo todos los tiempos
por mantenimiento activo: diagnostico, desarme, reemplazo y pruebas de

verificacion para saber si la reparacion fue adecuada (Knezevic, 1996).

Ecuacién 17 - Definicion de tendencia central distribucion para mantenibilidad.

MTTR =[E]= TM(t)dt
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(Knezevic, 1996)
Donde:

M(t): funcién de mantenibilidad.

E: corresponde a la tendencia central de la distribucion.
2.3.2.1.2 Mediana del tiempo activo de mantenimiento correctivo.

La mediana activa del tiempo de mantenimiento correctivo es el percentil 50 o el
valor correspondiente al 50% de todos los tiempos de reparacién y usualmente da

el mejor promedio de ubicacion de la muestra (Blanchard, y otros, 1995).
2.3.2.1.3 Tiempo medio de mantenimiento preventivo.

El tiempo medio de mantenimiento preventivo, Mpt(mean preventive maintenance

time), constituye el tiempo de todas aquellas actividades de mantenimiento que
permiten mantener el sistema en las condiciones de desempefio especificas tales
como inspecciones, calibraciones, reemplazo de piezas por tiempo y overhauls,
sin tener en cuenta los retardos administrativos y logisticos. Su objetivo es
posponer la etapa de desgaste del sistema; mientras un buen programa de
mantenimiento preventivo puede mejorar el desempeiio del sistema y disminuir los
tiempos de parada, una mala programacion de éste puede ser costosa e influir

negativamente en su desempefio (Blanchard, y otros, 1995).

Ecuacion 18 - Definicion del tiempo medio de mantenimiento preventivo.

— > (Mpt)fpt,)

Mpt= St

(Blanchard, y otros, 1995).

Donde:
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Mpt: duracion de la actividad de mantenimiento.

fpt: frecuencia de la tarea de mantenimiento respecto del tiempo de

operacion del sistema.

2.3.2.1.4 Mediana del tiempo activo de mantenimiento preventivo.

El concepto aplica igual al del célculo de la mediana correctiva; el valor
correspondiente al 50% inferior de todos los tiempos de mantenimiento preventivo
(Blanchard, y otros, 1995)

2.3.2.1.5 Tiempo medio de mantenimiento activo

El tiempo medio de mantenimiento activo, M (mean active maintenance time), es
el tiempo requerido para realizar cualquier tarea de mantenimiento. Es funcion de
los tiempos medios de mantenimiento correctivo y preventivo y sus frecuencias
relativas; so6lo considera los tiempos activos de mantenimiento y no considera los
tiempos administrativos y logisticos (Blanchard, y otros, 1995).

Ecuacién 19 - Definicion del tiempo medio de mantenimiento activo.

i _ OXMTTR)+(fptfMpt)
A+ fpt

(Blanchard, y otros, 1995)

Donde:
Mpt: tiempo medio de mantenimiento preventivo.
MTTR: tiempo medio de mantenimiento correctivo.
fpt: frecuencia de mantenimiento preventivo.

A: frecuencia de mantenimiento correctivo.
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2.3.2.1.6 Tiempo de retraso logistico.

El tiempo de retraso logistico, LDT (logistic delay time), es el tiempo de espera
debido a requisitos logisticos. Los recursos logisticos pueden ser un repuesto, una
prueba particular, un equipo de soporte, una facilidad, servicio o procedimiento;
también incluye el tiempo para desarrollar una tarea administrativa como
completar la solicitud de una orden de trabajo; no cuenta en ella ningun tiempo de
mantenimiento activo pero frecuentemente ocupa un espacio importante del

tiempo de parada.
2.3.2.1.7 Tiempo de retraso administrativo.

El tiempo de retraso administrativo, ADT (administrative delay time), es el
resultado de una prioridad o restriccion administrativa o cualquier otra causa no
considerada en el retraso logistico; son ejemplos de este tipo la asignacion de

prioridades de trabajo y las huelgas.
2.3.2.1.8 Tiempo de parada de mantenimiento.

El tiempo de parada de mantenimiento, MDT (maintenance down time), constituye
la suma total de los tiempos requeridos para reparar o0 restaurar un sistema a su
nivel de desempefio especificado, o mantenerlo en éste. Relaciona tanto los
tiempos de mantenimiento (correctivo y preventivo) como los retrasos logisticos y

administrativos (Blanchard, y otros, 1995).

Ecuacién 20 - Definicion del tiempo de parada de mantenimiento.
MDT=M+ADT+LDT

(Blanchard, y otros, 1995)

Donde:

M: tiempo medio de mantenimiento activo.
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ADT: tiempo de retraso administrativo.
LDT: tiempo de retraso logistico.

La mantenibilidad se afecta por los tiempos de mantenimiento o reparaciones, los

cuales influencian, a través de los siguientes conceptos:

. En la disponibilidad genérica: TTR, PM, ADT, LDT, LDT y demas

factores.
o En la disponibilidad inherente solo el TTR.
o En la disponibilidad alcanzada el TTR y el PM

o En la disponibilidad operacional por TTR, PM, ADT, LDT y LDT. A
pesar de que son similares a la genérica no dan igual que ella pues el

calculo se realiza de forma diferente.

. En la disponibilidad operacion generalizada por TTR, PM, ADT, LDT
y LDT (el Ready Time no afecta la mantenibilidad).

Los calculos de la mantenibilidad se realizan en forma diferente y dependen de la
disponibilidad que se use, los elementos que se deben estimar son en cada caso:

o Para disponibilidad genérica MDT.
o Para disponibilidad inherente MTTR.

o Para disponibilidad alcanzada Ml cual se obtiene del correctivo con
MTTR vy de lo planeado con M,
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o Para disponibilidad operaciéon y operacional generalizada M y M
respectivamente, el cual se obtiene del correctivo con MTTR y de lo
planeado con M, pero sus valores son diferentes a los de la Ax debido a
gue se tienen en cuenta los tiempos logisticos de Down Time tanto en el

caso de reparaciones como de mantenimientos planeados (Mora, 2012).
2.3.3 Disponibilidad

La disponibilidad es la probabilidad de que el equipo esté operando
satisfactoriamente en el momento en que sea requerido después del comienzo de
Su operacion y se usa bajo condiciones estables; el tiempo total considerado
puede incluir el tiempo de operacion, tiempo activo de reparacion, tiempo inactivo,
tiempo en mantenimiento preventivo, tiempo administrativo y tiempo logistico de

acuerdo con el tipo de disponibilidad seleccionada (Blanchard, y otros, 1995).

La frecuencia con la cual un sistema se encuentra disponible se expresa
basicamente como la relacion de sus tiempos de funcionamiento y sus tiempos de
parada y presenta diferentes variantes. El tiempo de funcionamiento y el tiempo de
parada son mutuamente excluyentes por la condicién dicotdmica de los estados
de un sistema; el tiempo de funcionamiento se refiere a la capacidad de
desempefiar una tarea, en tanto que el tiempo de parada se refiere a la
imposibilidad de desempefarla (Barringer, 1996).

2.3.3.1 Indicadores de disponibilidad

Los diferentes tipos de disponibilidad, su eleccion y aplicacion, vienen dadas a
traves de los datos registrados con respecto a la maquina; en udltimas, es la
informacion u hoja de vida de la maquina durante toda su vida de produccion la
gue determina la disponibilidad a calcular.
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llustracion 14 - Tipos de disponibilidad

Disponibilidad factible de calcular o deseada de utilizar

Genérica

Es Util cuando no se
tienen desglosados
los tiempos de
reparaciones o de
mantenimientos
planeados; o cuando
no se mide con
exactitud ni los
tiempos logisticos, ni
administrativos ni los
tiempos de demoras
por repuestos o
recursos humanos
que afectenel DT.

Noasume qgue los UT
seanaltos y los DT
bajos. Es util al iniciar
procesos CMD,
engloba todas las
causas.

Debe usarse entre 2 y
n eventos.

Inherente o
Intrinseca

Considera gue la no
funcionalidad del
equipo es inherente
no mas al tiempo
activode reparacion.

Noincluye los
tiempos logisticos, ni
los tiempos
administrativos ni los
tiempos de demora en
suministros. Asume
idealmente que todo
estd listo al momento
de realizar la
reparacion.

Se debe cumplir que
los UT sean muy
superiores en tiempo
alos MTTR (al menos
unas 8 0 mas veces)
y que DT tienda a cero
enel tiempo.

Alcanzada

Tiene en cuenta tanto
las reparaciones
correctivas,como los
tiempos invertidos en
mantenimientos
planeados (preventivo
ylo predictivos); no
incluye los tiempos
logisticos, ni los
tiempos
administrativos.mora
ensuministros.

Los mantenimientos
planeados pueden
disminuir la
disponibilidad
alcanzada al
realizarlos muy
frecuentemente,an
cuando puede
incrementar el MTEM.

Operacional

Comprende a efectos
de la no funcionalidad
eltener en cuenta: los
tiempos activos de
reparacion correctiva,
los tiempos de
mantenimientos
planeados
(preventivos o
predictivos), los
tiempos logisticos
(preparacion,
suministros de
repuestos o recursos
humanos) y tiempos
administrativos, las
demoras, etc.

Es (til cuando existen
equipos en espera
para mantenimiento.

Operacional
Generalizada

Se sugiere cuando los
equipos no operan en
forma continua, o en los
eventos en que el
equipo esta disponible
perono produce.

Es necesaria cuando se
requiere explicar los
tiempos no operativos
exentos ya de: los de
los calculos de
mantenimientos
planeados o
reparaciones
imprevistas, como del
detalle logistico o
demora del MTTR.

Seusa cuando las
mdquinas estan listas
(ready time), es decir

operanen vacio.

(Mora, 2012)

2.3.3.1.1 Disponibilidad Genérica (Ag).

Los MUT en la Ag solo consideran los tiempos en que el equipo funciona
correctamente, como a su vez los MDT contemplan todo lo que genere no
disponibilidad o no funcionalidad, los tiempos de paradas previstas 0 planeadas
por mantenimiento (u otra cosa) deben descontarse del tiempo en que el equipo
puede operar. Por ejemplo n el evento en que se tuviera un equipo que tiene
tiempo util UT, otro tiempo DT por fallas que generan reparaciones y ademas de lo
anterior se tiene tiempo invertido en PM mantenimiento preventivo, con un tiempo

total TT se calcula asi la disponibilidad (Mora, 2012):
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Ecuacién 21 - Disponibilidad Genérica (Ag)

YUT  MUT
YUT+YDT MUT+ MDT

Disponibilidad Genérica = A =

_ Tiempo Funcionamiento ~ TT — >»PM —) DT
~ Tiempo en que puede operar ~ TT + Y PM

G

(Mora, 2012)

Es muy uatil cuando se tienen los tiempos totales de funcionamiento y de no
disponibilidad, en este caso no se poseen los tiempos exactos de demoras

logisticas, suministros, retrasos, otros.

2.3.3.1.2 Disponibilidad Inherente o Intrinseca A

La A, (Disponibilidad Inherente) no contempla los mantenimientos planeados
(preventivos o predictivos). Estd basada Unicamente en la distribucion de fallas y
la distribucion de tiempo de reparacién (Ebeling, 1997). Como su palabra lo
expresa solo reconoce actividades de reparaciones inherentes al sistema, no
exdgenas.

Las empresas que invierten tiempos relevantes en actividades planeadas de
mantenimiento (preventivo y/o predictivo), pueden utilizar esta disponibilidad que
tiene en cuenta las tareas proactivas de mantenimiento que generan no
disponibilidad (Mora, 2012).

Ecuacion 22 - Disponibilidad Inherente (A;)

MTBF
MTBF + MTTR

Disponibilidad Inherente = A; =

(Mora, 2012)
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Donde: MTBF: Mean time between failures (tiempo medio entre fallas).
MTTR: Mean time to repair (tiempo medio para reparar).

2.3.3.1.3 Disponibilidad alcanzada (Ax)

La probabilidad de que el sistema opere satisfactoriamente, cuando sea requerido
en cualquier tiempo bajo las condiciones de operacién especificadas y un entorno
ideal de soporte logistico sin considerar ningun retraso logistico o administrativo
pero involucrando en sus calculos los tiempos imputables a las actividades

planeadas de mantenimiento, se conoce como disponibilidad alcanzada (Aa).

Ecuacion 23 - Disponibilidad alcanzada (Aa).

1 1
—+—
. 1 _ _ MTBM( MTBMp
Disponibilidad Alcanzada = A, = TR P
1 MTBM: MTBMp
1 1 +— 1

MTBMc MTBMp  MTBM¢ tMTBMp
(Mora, 2012)

Donde: MTBM: mean time between maintenance o sea el tiempo medio entre
mantenimientos (tanto reparaciones correctivas o0 modificativas, como también
mantenimientos planeados, sean de orden preventivo o predictivo). M: Mean time
active maintenance (MTM): tiempo medio de mantenimiento (correctivo y

planeado).

Méas que un indice de confiabilidad el MTBM es un indicador de la frecuencia de
los mantenimientos es funcion de la frecuencia de los mantenimientos planeados
(preventivos y/o predictivos) y no planeados (correctivos), en ausencia de
mantenimiento preventivo el MTBM se aproxima al MTBF (Blanchard, y otros,
1995).
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Ecuacién 24 - Tiempo medio entre mantenimientos MTBM

1
MTBM = — .

MTBM: MTBMp

(Mora, 2012)

Donde: MTBMc: tiempo medio entre mantenimientos no planeados (correctivo), se
aproxima al MTBF.

MTBMp: tiempo medio entre mantenimientos planeados.
Ahora, para el célculo del M se usa la expresion de la Ecuacién 25.

Ecuacién 25 - Tiempo medio de mantenimiento activo.

MTTR Mp
v MTBM MTBM
M — : C I P

MTBM: MTBMp

(Mora, 2012)
Donde: MTTR: Es el tiempo neto medio para realizar reparaciones o
mantenimientos  correctivos, sin incluir demoras logisticas ni retrasos

administrativos, es el mismo definido para las anteriores disponibilidades.

Mp: Es el tiempo neto medio para ejecutar tareas proactivas de mantenimientos

planeados (Aven, 1999).

Es el tiempo medio de mantenimiento activo requerido para realizar cualquier

tarea de mantenimiento.

68



El tiempo medio de mantenimiento activo es funcién de los tiempos medios de
mantenimiento correctivo y preventivo y sus frecuencias relativas; solo considera
los tiempos activos de mantenimiento y no considera los tiempos administrativos y
logisticos (Blanchard, y otros, 1995).

2.3.3.1.4 Disponibilidad operacional (Ao)

La disponibilidad operacional se emplea cuando se tienen en cuenta los tiempos
logisticos y administrativos de demoras en la gestion del mantenimiento y en la

operacién de equipos, antes o después de una intervencién correctiva o planeada.

Ecuacion 26 - Disponibilidad operacional (Ao).

MTBM

Disponibilidad Operacional = A, = MTBM £

(Mora, 2012)

Donde: MTBM: Mean time between maintenance: Tiempo Medio entre
Mantenimientos y se calcula igual que en la Disponibilidad Alcanzada tanto para
reparaciones correctivas como para mantenimientos planeados, en este elemento
no inciden para nada: ADT (Administrative Delay Times), LDT (Logistics Delay
Time) ni LDT (Logistics Down Time).

M: Incluye los LDT = ADT+LDT, y se calcula exactamente igual que el , sélo que
al momento de calcular el MTTR no solo se toman los correspondientes TTR1,
TTR2,...,TTRn (Time to Repair) netos, sino que se le suman respectivamente sus
LDT pertinentes a cada una de las reparaciones. Al igual al momento de calcular
el Mp se le debe sumar a cada tiempo de mantenimiento planeado su respectivo

LDT en caso de existir.
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2.3.3.1.5 Disponibilidad operacional generalizada. (Aco)

Los dispositivos, las maquinas, los sistemas y empresas que quieran tener en
cuenta en la disponibilidad, el tiempo en que el equipo esta disponible pero no

produce (Ready Time) pueden usar la disponibilidad Operacional Generalizada

Do 6 disponibilidad operacional generalizada, es atil cuando los tiempos en que
los equipos estan disponibles y no producen (Aven, 1999).

Ecuacién 27 - Disponibilidad operacional generalizada (Aco).

MTBM'

Disponibilidad Operacional Generalizada = A,g = —————=
MTBM' + M

(Mora, 2012)

Donde: MTBM': Es el tiempo medio entre mantenimientos; el calculo se hace de la
misma manera que se hace el calculo del MTBM de la disponibilidad operacional,
solo que los Ready Time se les suman a los tiempos Utiles que los anteceden o
siguen (el que estté mas cercano), de tal forma que los tiempos (utiles
correspondientes aumentan en el valor del tiempo de alistamiento (Ready Time) y
por ende aumenta también el MTBMc o MTBMp en cada caso, tanto en
reparaciones (correctivos) como en las tareas proactivas (mantenimientos

planeados.

Para la estimacion numérica de Aco, Se mantienen todas las premisas y

paradigmas de la disponibilidad operacional.
En este trabajo se usa la distribucion de Weibull por medio de la estimacion de los

parametros beta y etha (B y n) de las variables MTBMc, MTBMP, MP Y MTTR a

partir de la ecuacion:
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MTBM,
1
MTBM,{ _ (1 +_)

MTTR

2.4 DISTRIBUCIONES

La representacion numérica y grafica de eventos de mantenimiento y/o produccion
mediante el uso de distribuciones es un instrumento avanzado de mantenimiento
atil para el analisis estudio, comprension y toma de decisiones en cualquiera de
los cuatro niveles de mantenimiento, su aplicacion permite observar el

comportamiento en el tiempo de cualquier fenébmeno. (Mora, 2012)

Los datos que se analizan mediante las distribuciones, pueden responder a
diferentes caracteristicas, de acuerdo con el tipo y evento de estudio, como por
ejemplo el tiempo de funcionamiento del equipo (MTTF), el tiempo de operacion
del sistema (MTBF) o el tiempo que tarda en repararse un equipo después de
fallar (MTTR). Estos tiempos de vida pueden medirse en horas, millas, ciclos de
fracaso, ciclos de tension, o cualquier otra medida con que la vida o exposicion del
item pueda evaluarse (O Connor, 2002).

2.4.1 Distribucién normal

La distribucion que es tal vez la mas conocida en la estadistica es la distribucién
normal, esta distribucién presenta una buena adaptacion para el manejo de
tamafo de partes, vida de una poblacién de organismos entre otros fenémenos v,
dentro del contexto de confiabilidad se utiliza en componentes que fallan por
desgaste, fatiga 0 uso en general (Ireson, 1966). La distribucién normal posee dos
parametros la media, p y la desviacion estandar, o; entre sus caracteristicas mas
apreciables se encuentra que su funcién de densidad tiene forma de campana, es
simétrica y el valor de la media, la mediana y la moda coincidan en el parametro p
(Gnedenko, y otros, 1995).
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El uso de esta distribucion en la zona de desgaste, implica que el tiempo medio de
fatiga del componente se encuentre alrededor de la media muestral (Ramakumar,
1993), igualmente en ingenieria esta distribucién es usada para la descripcion de
la dispersion de diferentes parametros fisicos. En muchas estructuras mecanicas
expuestas al uso se admite el uso de la distribucién normal para describir sus

tiempos de falla (Gnedenko, y otros, 1995).

Ecuaciéon 28 - Funciéon de densidad de la distribucién normal.

(Gnedenko, y otros, 1995)

Donde;
o: desviacion estandar de la muestra.

w: media de la muestra.

Ecuacion 29 - Funcién de confiabilidad de la distribucién normal.

R(t)=1-["f(t)

(Gnedenko, y otros, 1995)

Ecuaciéon 30 - Funciéon de tasa de fallas de la distribucion normal.

(Gnedenko, y otros, 1995)

Donde:
f(t): funcién de densidad.

R(t): funcién de confiabilidad.
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llustracion 15 - Funcion de confiabilidad de la distribucién normal

R
10
05 ==
l l l l l | iz &
d 2 1 0 1 2 3

(Mora, 2012)

llustracion 16 - Funciéon de densidad de la probabilidad de Falla de la distribucién normal

7
06
0 e
[ [ [ [ [ [
3 -2 -1 0 1 2 3 f (Xl 9:]

(Mora, 2012)
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llustracion 17 - Funcion de la tasa de fallas de la distribucién normal

tix &

e

(Mora, 2012)

2.4.2 Distribucién exponencial

La distribucion exponencial posee un Unico parametro de escala, A, el cual se
denomina frecuentemente tasa de falla; esta distribucion juega un papel muy
importante dentro de los modelos de confiabilidad y vida util, debido a que es la
Gnica distribucion continua con una funcién de tasa de falla constante. La
distribucién exponencial se usa frecuentemente para modelar el tiempo de vida de
componentes electronicos y es apropiada para componentes cuya ocurrencia de

fallas es independiente del tiempo (Gnhedenko, y otros, 1995).

La tasa de fallos constante implica que la ocurrencia de fallas es puramente
aleatoria y que no hay un deterioro de los componentes en el tiempo. Sin
embargo, este andlisis no es real para toda la vida del componente, es una buena
aproximacion durante el tiempo de rodaje; la tasa de fallos constante es la mas
usada en los andlisis de confiabilidad (Ramakumar, 1993)

.La caracteristica de no tener memoria es frecuentemente usada para describir
tanto el proceso de falla de equipos electronicos como fallas que ocurren porque
se presentan en el equipo unas condiciones extremas durante la operaciéon. En

términos ingenieriles el no tener memoria significa que las actuales o futuras
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propiedades de confiabilidad de un equipo no cambian con el tiempo y no

dependen de la cantidad de tiempo operado (Gnedenko, y otros, 1995).

Ecuacién 31 - Funcién de densidad de la distribucion exponencial.

f(t)=2e™
(Ramakumar, 1993)

Ecuacion 32 - Funcién de confiabilidad de la distribucién exponencial.

R(t)=e™
(Ramakumar, 1993)

Ecuacion 33 - Funcién de tasa de fallas de la distribucion exponencial.

h(t) = A
(Ramakumar, 1993)

Donde:

A: inverso de la media de la distribucion.
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llustracion 18 - Funcion de confiabilidad de la distribucion exponencial

Rlz)

1.0

0.368

(Mora, 2012)

llustracion 19 - Funcidn de densidad de la probabilidad de Falla de la distribucién

exponencial

7 le)

A

| | ] (=

(Mora, 2012)
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llustracion 20 - Funcién de la tasa de fallas de la distribucion exponencial

Alz)

0 1 2 3
(Mora, 2012)

2.4.3 Distribuciéon Gamma

Es una distribucion de dos parametros que tienen propiedades similares a los de
la distribucion Weibull, el pardmetro de escala y el pardmetro de forma que
pueden ser ajustados a los datos obtenidos con gran flexibilidad. La distribucién
Exponencial es un caso especial de la distribucion Gamma, cuando o =1
(O'Connor, 1985) (Ramakumar, 1993). Cuando alfa es un entero positivo a
Gamma se le denomina la Distribucion de Erlang.

La distribucion Gamma es muy conveniente para caracterizar los tiempos de fallas
de equipos durante periodos de rodaje. Es también muy adecuada para
representar sistemas con componentes en stand-by (Rojas, 1975). Se puede

caracterizar mediante las expresiones:

77



Ecuacion 34 - Funcién de densidad de la distribucion gamma

T
I'(a)

(Tt) a—1 exp —At

f@®)=

Ecuacién 35 - Funcién de confiabilidad de la distribucion gamma

Aa (0]
— a—-1 -1t
R(t) = I“(a')j t* lexp~"tdt
t

Ecuacion 36 - Funcién de densidad de tasa de fallas de la distribucion gamma

llustracion 21 - Funcién de confiabilidad de la distribucion gamma

21z)

]
b

(Mora, 2012)
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llustracion 22 - Funcién de densidad de la probabilidad de Falla de la distribucion gamma

Fig)

10

0.5

| § SN
El
(Mora, 2012)
llustracion 23 - Funcién de la tasa de fallas de la distribuciéon gamma
Afe)
: 2' i £ (S0

(Mora, 2012)
2.4.4 Distribucion Weibull

La distribucion de Weibull responde a los parametros B y n; que representan el
factor de forma y escala de la distribucion; la obtencidén de estos parametros se
logra por medio de la linearizacion de la distribuciéon de Weibull mediante las
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transformaciones necesarias (Ecuacion 37), luego de la obtencion de la pendiente
y el intercepto de la recta se calculan los parametros B y n de la distribucion
(ReliaSoft @,2000).

Ecuacién 37 - Transformacién valores "x" y "y" para la distribucion de Weibull.

(i)

x; =In(T,)

ReliaSoft @,2000
Donde:
RMi: estimado de la desconfiabilidad.

Ti: tiempo de falla

Ecuacion 38 - Parametros de la distribucion de Weibull.

ReliaSoft @,2000

Donde:

a: intercepto de la recta.
b: pendiente de la recta.

Una de las ventajas significativas que posee la distribucién Weibull es que es muy

manejable y se acomoda a las tres zonas (infancia o rodaje, madurez o vida util y
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envejecimiento) de la curva de la bafiera o de Davies. La distribucion de Weibull
posee, en su forma general, tres parametros, lo que le da una gran flexibilidad,;
ellos son:

» Parametro de posicion (y): El mas dificil de estimar y por este motivo se supone
con frecuencia que vale cero. Indica el lapso en el cual la probabilidad de falla es
nula. (Forcadas, 1983)

» Parametro de escala o caracteristica de vida (n): Su valor es determinante para
fijar la vida util del producto o del sistema.

» Parametro de forma (B): Refleja la dispersién de los datos y determina la forma
gue toma la distribucion.

El parametro Beta permite a la distribucion de Weibull tomar diversas forma:
cuando B es inferior a 1 se le denomina a esta fase como de mortalidad infantil
(tasa de falla decreciente); los valores cercanos a uno se le describe a la fase con
el nombre de vida Util (tasa de falla constante y aleatoria) y en el evento del 3
tomar valores mayores a 1 se le conoce a la fase como de envejecimiento o de

desgaste (tasa de falla creciente) (Diaz, 1992).

Las ecuaciones que se utilizan en la distribucion de Weibull se muestran a

continuacion

Ecuacion 39 - Funciéon de densidad de la distribucion de Weibull

B-1 t\B
f(t) = B;B e_(T_])
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Ecuaciéon 40 - Funcién de confiabilidad de la distribuciéon de Weibull
t\B
R(H) = e ()

Ecuacion 41 - Funciéon de tasa de fallas de la distribucion de Weibull

pt-1
nk

h(t) =

Donde:

B: parametro de forma de la distribucion de Weibull.
n: parametro de escala de la distribucion de Weibull.
f(t): Funcién de densidad de fallas.

R(t): Funcién de confiabilidad.

h(t): Funcién de tasa de fallas.

La distribucion de Weibull también tiene desventajas. Por ejemplo, Bain (1978)
sefiala que los estimadores de méaxima verosimilitud de los parametros de Weibull
no pueden comportarse adecuadamente para todos los valores de los parametros,
incluso cuando el parametro de posiciéon es cero. Cuando el parametro de forma
es mayor que uno, las funciones de riesgo de la distribucion gamma y distribucion
de Weibull son ambas funciones crecientes. Sin embargo, en el caso de la
distribucion gamma aumenta de cero a un numero finito (el reciproco del
parametro de escala), mientras que en el caso de la distribucion de Weibull que
aumenta de cero hasta infinito, que puede no ser apropiada en algunas

situaciones (Bain, 1978).
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llustracion 24 - Funcion de confiabilidad de la distribucién Weibull

1.0

=1

E(xom)

(Mora, 2012)

llustracion 25 - Funcién de densidad de la probabilidad de Falla de la distribucion Weibull

5=3

10

Exeon)
1] 1 2 3

(Mora, 2012)
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llustracion 26 - Funcion de la tasa de fallas de la distribucién Weibull
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(Mora, 2012)

2.5 METODOLOGIA PARA MEDICION CMD

Para la estimacion de los indices CMD se sigue el Modelo universal para la
medicion CMD propuesto por el autor Luis Mora en su libro Mantenimiento
Industrial Efectivo (Mora, 2012) cuyos pasos se resumen a continuacion: y que se

detalla en la llustraciéon 27

El célculo de los indices CMD, se realiza a partir de la base de datos de rutinas de
mantenimiento de un equipo. Se efectlan los pasos de tratamiento de los datos
con el fin de que sean compatibles en forma, estilo y composicion para los
célculos en los métodos puntal y de distribuciones. A continuacion se decide la

disponibilidad adecuada acorde con los datos y las expectativas de la empresa.

La funcion de no confiabilidad F(t) y de Mantenibilidad se parametriza'y alinea por
la funcién de Weibull, por medio los métodos de estimacion de i-kaésimo, Rango
de Medianas con Tablas, de Benard (de aproximacion de rango de mediana) o
Kaplan & Meyer; o por el método de maxima verosimilitud (MLE). Se deben

comprobar los valores de ajuste que se obtienen, mediante la valoracion de los
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indices de bondad de ajuste: r (coeficiente de correlacion mdltiple) y r2 (coeficiente

de determinacion muestral).

Se efectlan las pruebas de bondad de ajuste de Weibull, que se realiza con tres
pruebas: Kolmogoérov-Smirnov, Anderson-Darling y Chi cuadrado Ji. En caso de
gue no se cumplan por lo menos dos criterios de bondad de ajuste se debera
parametrizar y realizar la alineacion o MLE, con otra funcion diferente a Weibull
(Gama, Normal, LogNormal, Rayleigh, etc.) que se adecua mejor con el valor del

Beta obtenido. Con la funcion que se seleccione y cumpla bien todos los ajustes

se realizan todos los calculos CMD.
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llustracion 27 - Modelo universal e integral, propuesto para la medicion CMD

Sintesis Universal de Medicién CMD

Confiabilidad — Mantenibilidad — Disponibilidad
Reliability — Maintainability - Availabilty

L2

—

Obtencion de los datos de tiempos ttiles, fallas, reparaciones, tiempos perdidos
de produccién y mantenimiento, tiempos de suministros, demas tiempos requeridos.
Verificar verosimilitud, coeficiente Alfa de Cronbach y coherencia cronoldgica de la informacion.

'

lPreparaci(’)n de los datos de fallas, reparaciones, tiempos atiles, mantenimientos,

otras actividades, etc., dependiendo de la disponibilidad a usar y de los requerimientos
especificos del calculo. Se separa lo correctivo de lo planeado. Pronésticos.

v

Disponibilidad factible de calcular o deseada de utilizar

Genérica o de
Steady-state

Inherente o
Intrinseca

Alcanzada

Operacional

Operacional
Generalizada

Es Gtil cuando no se
tienen desglosados
los tiempos de
reparaciones o de
mantenimientos
planeados; o cuando
no se mide con
exactitud ni los
tiempos logisticos, ni
administrativos ni los
tiempos de demoras
por repuestos o
recursos humanos
que afecten el DT

No asume que los UT
sean altos y los DT
bajos. Es atil al iniciar
procesos CMD,
englobatodas las
causas

Debe usarse entre 2y
n eventos

Considera que la no
funcionalidad del
equipo es inherente
no mas al tiempo
activo de reparacion

No incluye los
tiempos logisticos, ni
los tiempos
administrativos ni los
tiempos de demora en
suministros. Asume
idealmente que todo
esta listo al momento
de realizar la
reparacion

Se debe cumplir que
los UT sean muy
superiores en tiempo
alos MTTR (al menos
unas 8 0 mas veces)
y que DT tienda a cero
en el tiempo

Tiene en cuenta tanto
las reparaciones
correctivas, como los
tiempos invertidos en
mantenimientos
planeados (preventivo
ylo predictivos); no
incluye los tiempos
logisticos, ni los
tiempos
administrativos ni
otros tiempos de
demora

Los mantenimientos
planeados en exceso
pueden disminuir la
disponibilidad
alcanzada, alin
cuando pueden
incrementar el MTBM

Comprende, a efectos
de la no funcionalidad,
el tener en cuenta:
tiempos activos de
reparacion correctiva,
tiempos de
mantenimientos
planeados
(preventivos o
predictivos), tiempos
logisticos
(preparacion,
suministros de
repuestos o recursos
humanos), tiempos
administrativos,
demoras, etc.

Es atil cuando existen

equipos en espera
para mantenimiento

Se sugiere cuando los
equipos no operan en
forma continua, o en los
eventos en que el
equipo esta disponible
pero no produce

Es necesaria cuando se
requiere explicar los
tiempos no operativos

Asume los mismos
parametros de calculo
de la alcanzada,
adicionando el Ready
Time tanto en el
numerador como en el
denominador

Se usa cuando las
maquinas estén listas
(Ready Time) u operan

en vacio

'

'

Estimacion de parametros de
No Confiabilidad y de Mantenibilidad

Método i-kaésimo
iln+1

Rango de Mediana
Tabla

Benard
Aproximacion aRango de Medianas
RRY - RRX

Kaplan & Meier

A

y

Alineacién para Weibull

Métodos Gréaficos

Minimos Cuadrados

Calcular verificacion con Ajuste (igual a cero), Error estandar del estimado (el minimo posible cercano a
cero), Coeficiente muestral de determinacion I'2 (aceptable entre 0.9025y 1) , Coeficiente muestral de

determinacién Ajustado 12 (debe ser entre 0.90y 1) y Coeficiente de correlacion I' (vélido entre 0.95 y

1).

MLE

Maximun
Likelihood
Estimation

Método de
Méaxima
Verosimilitud

Va a Obtencion

Datos

o
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Sintesis Universal de Medicion CMD

Confiabilidad — Mantenibilidad — Disponibilidad
Reliability — Maintainability - Availabilty

— Estrategias, tacticay acciones de mantenimiento

.'." Obtencién Datos I I Viene de parte figura anterior I
v
| Parametrizacion Weibull
etay Eta etay Eta
Confiabilidad Betay Etan Mantenibilidad Betay Etan
Chequeo de Bondad de Ajuste — Goodness of Fit
Kolmog6rov-Smirnov I Anderson-Darling I Chi Cuadrado Ji 2
®4 Cumplen al menos ‘/S—i\
1 - dos de las pruebas N\
A! b el iR R R R -
1
: ! ! 4
A Beta anterior entre 0y 1.95 Beta mayor a 2.05 :
|
Gamma Log-Normal Normal |
|
MMLE Alineacién Gréfica o de Minimos Cuadrados 1
1 Likelinood Estimation
: Método de Pruebas de alineacion: ajuste, estandar,
! el determinacion y correlacion de la alineacion
1
: alfay Beta Mediapy y Desviacion estandar o
1
: Pruebas de bondad de ajuste : Kolmogérov-Smirnov, Anderson-Darling
: y Chi Cuadrado Ji 2
1
1
1
1
1
: Cumplen al menos

dos de las pruebas
v

Célculo de UT, MTBF, MTBM; de MTTR, M M 'o equivalente, en
funcion de la distribucion vélida por Bondad de Ajuste

Anélisis de Curvas densidad de fallas f(t), acumulada de fallas F(t),
confiabilidad R(t) y Tasa Fallas Lambda A(t)

Pronésticos de curvas y/o parametros

Patroneo y ajuste de prondsticos CMD y sus pardmetros

Anélisis de pardmetros Beta, Eta n, MTBF, MTBM, MTBM¢, MTBM,
UT, DT, MTBF, MTTR, M", M, M,,, etc. en el tiempo
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2.6 CONCLUSIONES

El desarrollo del objetivo permite identificar los parametros relevantes de los variables
CMD del mantenimiento, las distribuciones de mayor uso y la metodologia para el
calculo CMD.
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3 PRONOSTICO RNA
3.1 OBJETIVO 3

Aplicar redes neuronales artificiales con Matlab® para célculos futuristicos de

indicadores CMD. — Nivel 3 — Aplicar - Célculos
3.2 INTRODUCCION

La forma mas practica de implementar una red neuronal es utilizando un
computador convencional, esto permite visualizar y modificar facilmente diversas

caracteristicas de la red.

Al implementar redes neuronales utilizando un computador, es necesario disponer
de algun software que permita su creacion, entrenamiento y simulacion. En este
trabajo se utiliza el software Matlab para implementar la red neuronal perceptron

multicapa.

El nombre Matlab proviene de "Matrix Laboratory" (laboratorio matricial), fue
creado originalmente para resolver problemas de algebra matricial. Matlab es un
entorno de computacion que combina calculo numérico, graficos, simulacién y un
lenguaje de programacién de alto nivel. Actualmente es usado en diversas areas

de aplicacion.

Matlab es un entorno de computacion que dispone de gran variedad de librerias
(Toolboxes) que cubren muchas areas de la ingenieria; una de éstas es la libreria

de redes neuronales (Neural Network Toolbox).
3.3 METODOLOGIA PRONOSTICO RNA

A continuacion se especifican los pasos a seguir, fundamentados en los aspectos

descritos por Kaastra (Kaastra, y otros, 1996), para construir, entrenar y probar
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una red neuronal para predecir valores futuros de una serie de tiempo, basada

Unicamente en sus valores pasados:
3.3.1 Seleccioén de variables

Determinar qué variables de entrada son importantes en el pronéstico de series de
tiempo es un asunto critico. En este caso, el interés en la prediccion involucra
emplear como entradas datos técnicos en lugar de fundamentales por las
caracteristicas mismas de la investigaciéon. La forma mas simple de modelar redes
neuronales involucra emplear valores retrasados de la variable dependiente o sus

primeras diferencias como entradas.

3.3.2 Pre-procesamiento de datos

El pre-procesamiento de datos se refiere al hecho de analizar y transformar las
variables de entrada y salida para minimizar el ruido, enfatizar relaciones
importantes, detectar tendencias, y aplanar la distribucion de la variable para
ayudar a la red neuronal en el aprendizaje de patrones relevantes. Como las redes
neuronales son buscadores de patrones, la representacion de los datos es critica
en el disefio de una red extosa. Las variables de entrada son raramente
ingresadas a la red en su forma original. Al menos los datos deben ser escalados
entre los limites inferior y superior de la funcion de transferencia (generalmente

enre 0y 16-1y1).
3.3.3 Conjuntos de entrenamiento y prueba

El total de datos de la muestra se divide en dos conjuntos, llamados de
entrenamiento y prueba. El conjunto de entrenamiento es el mas grande
(Alrededor del 70-80% de los datos) y es utilizado por la red neuronal para
aprender los patrones existentes en los datos. El conjunto de prueba, que varia del
20% al 30% del conjunto de entrenamiento se utiliza para evaluar la capacidad de

generalizacién de una red ya entrenada.
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El conjunto de prueba se selecciona aleatoriamente del conjunto de entrenamiento
0 puede consistir de un conjunto de observaciones ubicadas inmediatamente

después del conjunto de entrenamiento.
3.3.4 Arquitectura de la Red Neuronal
3.3.4.1 Numero de capas ocultas

Las capas ocultas dan a la red la habilidad de generalizar, y en la practica las
redes neuronales con una 6 dos capas ocultas son las méas utilizadas y han tenido
un buen desempefio. El incremento en el nUmero de capas también incrementa el
tiempo de procesamiento y el peligro de sobreajuste lo que conduce a un pobre
desempefio en la prediccion fuera de muestra. El sobreajuste ocurre cuando un
modelo de prediccion tiene muy pocos grados de libertad. En otras palabras, se
tienen relativamente pocas observaciones en relacion con sus parametros y por lo
tanto es capaz de memorizar datos individuales en lugar de aprender patrones

generales.

3.3.4.2 Numero de neuronas ocultas

Para determinar el nimero de neuronas en la capa oculta no existen reglas
generales o teorias, aunque existen algunas recomendaciones sugeridas por

varios investigadores:

- (Shih, 1994), sugiere que la topologia de la red debe tener una forma piramidal,
esto es, tener el mayor numero de neuronas en la capa de entrada y menos en las
posteriores. Recomienda que el nUmero de neuronas en cada capa este mas o
menos entre la mitad de la capa siguiente y el doble del numero de la capa

anterior.

- De acuerdo con (Azoff, 1994) son suficientes 2N+1 neuronas para N entradas.
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La mayoria de los investigadores no estan convencidos de las recomendaciones
anteriores ya que argumentan que no hay forma de determinar una buena

topologia de la red a partir s6lo del nimero de entradas y salidas.

De acuerdo al Neural Network FAQ (1996), lo recomendable es empezar a probar
con un numero pequefio de neuronas ocultas e incrementarlo gradualmente sélo si
la red neuronal parece no aprender. De esta forma, el problema del sobreajuste
gue puede ocurrir al existir mas pesos (parametros) que muestras de datos puede

ser reducido.
3.3.4.3 Numero de neuronas de salida

Decidir el numero de neuronas de salida es algo mas sencillo porque hay muchas
razones para emplear solo una neurona de salida. Las redes neuronales con
multiples salidas, especialmente si éstas salidas estan ampliamente espaciadas,
produciran resultados inferiores en comparacion con una red con una Unica salida.
Lo recomendable es tener una red especializada para cada una de las salidas

deseadas en cada prediccion.
3.3.4.4 Funciones de transferencia

Siempre es recomendable ver los histogramas de las variables escaladas de
entrada y salida, de manera que se pueda identificar la necesidad de realizar un
escalamiento que produzca una distribucién uniforme y poder emplear el nimero

de neuronas disponibles de manera eficiente.
3.3.5 Criterio de evaluacion

En redes neuronales la funciéon de error mas comudn a minimizar es la suma del

cuadrado de los errores. (MSE)
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3.3.6 Entrenamiento de la red

Entrenar una red neuronal para aprender patrones involucra el presentarle
ejemplos de manera iterativa de las respuestas correctas. El objetivo del
entrenamiento es encontrar un conjunto de pesos entre las neuronas que

determinan el minimo global de la funcién de error.
3.3.6.1 Tasa de aprendizaje y momento

La tasa de aprendizaje es una constante de proporcionalidad que determina el
tamafio del cambio de los pesos. El cambio de los pesos de una neurona es
proporcional al impacto del peso de las neuronas sobre el error. Un método de
incrementar la tasa de aprendizaje y agilizar el tiempo de entrenamiento sin caer
en oscilaciones, es incluir un término de momento en la regla de aprendizaje de
BP. El término de momento determina como los cambios pasados de los pesos
afectan a los actuales cambios en los pesos. Este término suprime oscilaciones
lado a lado filtrando variaciones de alta frecuencia. Cada nueva direccion de

blusqueda es una suma ponderada de los gradientes actuales y previos.

3.3.7 Implementacion paquete de software

La mayoria de software proporciona los medios para implementar las redes
obtenidas ya sea por el programa miSmo O cCOmo un programa ejecutable.
También es posible replicar la respuesta de la red en una hoja de célculo
conociendo su arquitectura, funciones de transferencia y pesos. Asi como también
es importante tomar en cuenta todas las transformaciones de datos, escalamiento,

y otros parametros empleados en la etapa de pruebas. (Kaastra, y otros, 1996)
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3.4 IMPLEMENTACION METODOLOGIA PRONOSTICO RNA

3.4.1 Seleccion de variables

Las variables a pronosticar son parametros CMD (eta, beta, MTBMc, Mp, MTBMp,
MTTR) estimados mensualmente de una turbina de una central hidroeléctrica y

cuyos valores se encuentran en la seccion de ANEXOS de este documento.

3.4.2 Pre-procesamiento de datos

Los datos son transformados a valores comprendidos entre O y 1, que representan
los limites inferior y superior de la funcion de activacion (sigmoidea logistica)

empleados en las neuronas ocultas y de salida; por medio de la siguiente formula:

Ecuacion 42 - Transformacion de datos entre valores 0y 1

7. = Y, — Min
™ Max — Min

donde:

yt: son los valores originales de la serie de tiempo

Min: valor minimo de la serie de tiempo

Max: valor méximo de la serie de tiempo

zt: serie de tiempo transformada en valores entre Oy 1

3.4.2.1 Patrones de Entrenamiento y Prueba

Los valores de la serie de tiempo se dividen en dos conjuntos de datos:

Patrones de entrenamiento: Estad formado por el 80 % de los datos de la serie. Se

ordenan aleatoriamente de acuerdo al niUmero de entradas de la RNA.
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Patrones de prueba: Estd formado por el 20% de los datos de la serie.
Corresponden a los datos restantes, una vez que se han seleccionado los
patrones de entrenamiento. Este conjunto de datos se utiliza para evaluar la

capacidad de generalizacién o prediccién de la red.

3.4.3 Arquitectura de lared

Direccion de la informacién: Alimentacién unidireccional

Tipo de interconexion: Totalmente conectada

N° de capas ocultas: 1

Funcion de activacion de los nodos de la capa oculta: sigmodea
Funcion de activacion de la salida: sigmodea

Numero de neuronas de salida: 1

3.4.3.1 Determinacion de las entradas

El nimero de neuronas de entrada depende del nimero de valores anteriores de
la serie temporal que son necesarios para que la red deduzca un patron o modelo,
de forma que pueda calcular el valor de salida correspondiente. El calculo de
entradas se realiza mediante varias pruebas sucesivas con varios disefios y se

elige aquel con los mejores resultados.

Como en esta investigacion se utilizan unicamente series de tiempo mensuales se
consideran entradas de hasta 12 retrasos. A partir de ahi se desarrollan modelos
iniciales y se selecciona el modelo basado en ajuste y los errores de

entrenamiento y generalizacion.
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3.4.3.2 Determinacion del nimero de nodos de la capa oculta

Después de seleccionar las neuronas de entrada se realiza una nueva serie de
pruebas variando el nimero de neuronas ocultas y se selecciona el modelo
basado en ajuste y los errores de entrenamiento y generalizacion. Al finalizar se

tienen todos los parametros de la arquitectura definida.
3.4.4 Criterio de evaluacion

El criterio de evaluacion sera la MSE para los errores de entrenamiento y

generalizacion.
3.4.5 Entrenamiento de la red

El entrenamiento de la red se realiza por medio de Algoritmo de Entrenamiento:

Retropropagacion
» Para entrenar la red es necesario establecer los siguientes parametros:
- El nUmero méximo de ciclos se fija por ensayo y error.

La tasa de aprendizaje y momento inicialmente se fijan en 0.3y 0.7 para estimar el
nimero de neuronas de entrada y ocultos. Luego se aplican hasta 9
combinaciones de tasa de aprendizaje y momento a la arquitectura de red ya
definida y ver cual genera el menor error de entrenamiento al finalizar un namero

de ciclos.

La seleccion de los pesos iniciales puede ser crucial y se prueban con diferentes
conjuntos de valores iniciales para tratar de obtener buenos resultados. Los pesos
iniciales se generan aleatoriamente 50 veces (Faraway y Chatfield, 1998). Se
selecciona el modelo que obtenga el menor promedio entre la suma de cuadrados

de los errores de ajuste.
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El criterio de parada de la red neuronal se fija por un criterio de error o de un
numero de ciclos que son establecidos por el usuario de acuerdo a su experiencia

en la modelacion de este tipo de problemas o a ensayo y error.

3.4.6 Implementacion paquete de software

La implementacion se realiza mediante el software Matlab con programas

realizadas por el autor de esta tesis.

En la llustracién 28 se resume en un diagrama de flujo los pasos necesarios para

desarrollar un modelo de red neuronal.
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llustracion 28 - Pasos a realizar en el desarrollo de una RNA

Ingresar nuevos datos

Modificar/elegir
otro modelo

v

Seleccién y preproceso de
datos

A 4

Modificar parametros

\ 4

Seleccién de arquitectura
(modelo, # entradas, #
capas ocultas, #salidas,...)

v

\ 4

Seleccion de parametros
iniciales (tasa de
aprendizaje, momento,
pesos iniciales, # de
ciclos...)

A 4

Entrenamiento de la RNA

Se cumple criterio
de narada?

RNA entrenada

A 4

Ingreso de datos para
prondéstico
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3.5 RESULTADOS PRONOSTICOS

La metodologia descrita en la seccién anterior se aplicd para los pardmetros eta y
beta de las variables Mp, MTBMp, MTBMc y MTTR. A continuacion se tabulan los
resultados, junto con el modelo RNA que se usé descrito de la forma (#Entradas-
#Ocultos-#Salidas), por ejemplo RNA 4-6-1 representa una red de 4 entradas, 6
neuronas ocultas y 1 neurona de salida y ademas se incluyen los valores de la
tasa de aprendizaje (TA) y el momento (M) usados durante el entrenamiento de la
red. Los valores de beta y eta se pronostican y el valor de las variables Mp,

MTBmc, MTBMp y MTTR se calcula por la ecuacion:

Ecuacion 43 - Simbolos y nombres abreviados Parametros CMD

MTBM,

MTBM,, ( 1)
= 14 =

M, (TR

MTTR

Donde 1y es el logaritmo natural de la funcion gama - § Beta - n Eta

La bondad de ajuste para cada metodologia se estima sacando, de cada serie de
datos a pronosticar, el dltimo dato para usar como referencia real. Se estima el
mejor modelo que se ajusta la serie de datos de cada parametro y se pronostica
con los N-1 datos y se compara el valor pronosticado y el real mediante la

ecuacion:

Ecuacién 44 - Goodness of Fit — Bondad de ajuste de los resultados

Pronostico — Real
Real

Goodness of fit =
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llustracion 29 - Resultados prondésticos por RNA parametros Mp

Beta Eta Mp
ANO 7 MES 12 1,14 7,88 7,52
Error
Goodnes| 1,67% | -1,21% | -1,69%
s of Fit

Pronésticos |Pronésticos| Férmula
ANO 7 MES 12 1,16 7,79 7,40
RNA(@4-4-1) | RNA(4-3-1)
TA: 0,9 TA: 0,5
MODELO M: 0,1 M: 0,9

llustracién 30 - Resultados prondsticos por ST* parametros Mp

Beta Eta Mp
ANO 7 MES 12 1,14 7,88 7,52
Error
Goodness | -0,60% | -0,92% |-0,74%
of Fit
Pronéstico[Prondéstico|Formula
ANO 7 MES 12 1,13 7,809 7,47
Holt Holt
a:0.35 a:0.35
Modelo f3: 0.0009 (B:0.0009

Al comparar los resultados de prondstico y la precision por medio del criterio de
bondad de ajuste se observa que los resultados generados por el método de
series temporales (<0.92%) se aproximan mejor al comportamiento del estado
futuro del parametro Mp. De igual forma se puede decir que el prondstico por
redes neuronales genera resultados adecuados ya que la bondad de ajuste esta
por debajo del 11% (Makridakis, y otros, 1998).

% ST Series Temporales
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llustracion 31 - Resultados pronosticos por RNA parametros MTBM,

Beta Eta MTBMp
ARO 7 MES 12 0,59 2288,90 3530,54
Error
Goodnes| -7,62% | -5,46% | 6,14%
s of Fit

Prondsticos |Pronésticos | Férmula
ANO 7 MES 12 0,54 2163,92 | 3747,46
RNA(8-5-1) [ RNA(4-11-1)
TA: 0,1 TA: 0,5
MODELO M: 0,9 M: 0,9

llustracion 32 - Resultados pronoésticos por ST parametros MTBM,

Beta Eta MTBMp
ARO 7 MES 12 0,59 2288,90 3530,54
Error
Goodness| 0,19% 0,31% | 0,05%
of Fit
Pronésticos |Pronésticos [Formula
ARO 7 MES 12 0,59 2296,06 3.532,37
ARIMA ARIMA
Modelo (1,0,0)(0,0,0) | (1,0,0)(0,0,0)

Al comparar los resultados de prondstico y la precision por medio del criterio de
bondad de ajuste se observa que los resultados generados por el método de
series temporales (<0.31%) se aproximan mejor al comportamiento del estado
futuro del parametro MTBMp. De igual forma se puede decir que el pronéstico por
redes neuronales genera resultados adecuados ya que la bondad de ajuste esta
por debajo del 11%.
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llustracién 33 - Resultados pronésticos por RNA parametros MTTR*

Beta Eta MTTR
ANO 7 MES 12 1,13 3,33 3,19
Error
Goodnes | -0,34% | 4,25% |4,36%
s of Fit
Prondsticos | Prondsticos | Formula
ANO 7 MES 12 1,13 3,47 3,33
RNA(7-6-1) | RNA(7-9-1)
TA: 0,1 TA: 0,5
MODELO M: 0,1 M: 0,9

llustracion 34 - Resultados prondsticos por ST pardmetros MTTR

Beta Eta MTTR
ANO 7 MES 12 1,13 3,33 3,19
Error
Goodness| 0,19% 0,18% | 0,12%
of Fit
Pronésticos  |Pronésticos |[Formula
ANO 7 MES 12 1,13 3,34 3,19
Holt Holt
a:0.35 a: 0.35
Modelo B:0,004467780 |B: 0.00001

Al comparar los resultados de prondstico y la precision por medio del criterio de
bondad de ajuste se observa que los resultados generados por el método de
series temporales (<0.19%) se aproximan mejor al comportamiento del estado
futuro del parametro MTTR De igual forma se puede decir que el prondstico por
redes neuronales genera resultados adecuados ya que la bondad de ajuste esta
por debajo del 11%.

* MTTR - Mead Time To Repair
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llustracion 35 - Resultados pronédsticos por RNA parametros MTBM,

Beta Eta MTBMc
ARO 7 MES 12 0,85 1302,76| 1417,36
Error
Goodnes | -0,97% | -0,14% | 0,47%
s of Fit

Prondsticos |Prondsticos| Formula
ANO 7 MES 12 0,84 1300,87 | 1424,09
RNA(7-5-1) | RNA(8-6-1)
TA: 0,1 TA: 0,9
MODELO M: 0,9 M: 0,5

llustracién 36 - Resultados prondsticos por ST parametros MTBMc

Beta Eta MTBMc
ANO 7 MES 0,85 1302,76 1417,36

Error
Goodn

-0,23% | 0,43% | 0,58%
ess of

Fit
Prondéstico|ProndsticolFormula
ANO 7 MES 0,85 1308,4 1.425,58

Holt Holt
a: 0.35 a: 0.35
Modelo 3: 0.00001 |B: 0.00001

Al comparar los resultados de prondstico y la precision por medio del criterio de
bondad de ajuste se observa que los resultados generados por el método de redes
neuronales se aproximan mejor al comportamiento del estado futuro de algunos de
los parametros MTBMc aunque al promediar los valores el error de bondad de

ajuste es menor para el método de series temporales.

El valor promedio de bondad de ajuste de los modelos de RNA - Redes

Neuronales es de: 2,86% y con Series Temporales es de 0.38%, donde a toda
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costa se demuestra que es mejor trabajar con pronosticos principales con ST y

como sistema alterno o como referente con RNA®.
3.6 METODOLOGIA DE CALCULO Y COMPARACION RNA ST -

Los datos histéricos de los parametros n - Eta y Beta de las variables Mp, MTBMp,
MTTR, MTBM se ingresan a los programas Forecast Pro XE de la Casa MIND® y
el programa informatico en Excel PROMpa’ y se obtienen los resultados,

expuestos anteriormente, en las llustraciones pertinente de esta seccion.

® O cuando no se disponga de Programas o Programas Informaticos de ST.
® Con Licencia de Asesor Luis Alberto Mora Gutiérrez COLDIO Ltda., 2004
7 Registro Vigente Derechos Autor Asesor Luis Alberto Mora G.
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llustracion 37 - Pasos a seguir acorde a los resultados obtenidos, en calculos futuros CMD

Paso 1 — Datos - Realizar la busqueda,
adaptacién y el manejo adecuado de

datos CMD.

Paso 2 — Calculos CMD — Desarrollar la
parametrizacioén y los calculos de las
variables propias CMD con
distribuciones y/o método puntual,
tomando los que den mejor Bondad
de Ajuste con los métodos
Kolmogdrov-Smirnov, Anderson-
Darling, Cramer von Mises, Watson, la
de Kuiper, Chi cuadrado o Test T u
otros apropiados.

!

Paso 3 — Pronésticos CMD
Distribuciones — Estimar los valores
futuros (hasta un maximo del diez por
ciento (10%) de los eventos o datos
historicos que se tengan), con los
métodos de distribuciones.

A 4

Paso 4 — Prondsticos CMD con Series
Temporales — Definir los valores
futuros CMD con ST con su
Metodologia Estandarizada

!

Paso 5 — Analisis Logico Decisional
Prondsticos CMD — Analizar por
comparacion los resultados obtenidos
y optar por los mejores con criterios
estadisticos, de bondad de ajuste, de
l6gica y demas pertinentes.
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Paso 4A — Alterno o por Defecto de ST
- Pronésticos CMD con Redes
Neuronales Artificiales — Valorar el
comportamiento futuro CMD con RN.




3.7 CONCLUSIONES DEL CAPITULO

El desarrollo del objetivo permite la implementacion de la herramienta
computacional MATLAB para célculos futuros de variables de mantenimiento. Se
describe una metodologia paso a paso, por métodos heuristicos, para hallar los
parametros de arquitectura y de aprendizaje de una red neuronal y el prondstico
de las variables de mantenimiento. Se calculan por medio de los programas
Forecast Pro XE y Prom los valores futuros de los variables de mantenimiento por
Series temporales. Es obvio que el mejor método de pronosticos CMD, entre

Distribuciones, RNA y ST, es este Ultimo.
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4 CONCLUSIONES
4.1 OBJETIVO 4

Concluir los principales resultados del proyecto en comparacién con series

temporales vy distribuciones. Nivel 4 — Analizar — Caracterizaciéon
4.2 CONCLUSIONES CONCEPTUALES

Se calculd el valor futuro de un conjunto de pardmetros de los datos historicos de
trabajos de reparacion y mantenimiento de una Turbina. Se observd que los
prondsticos basados en los métodos de series temporales obtuvieron valores
proximos al valor real con un valor promedio de bondad de ajuste de 0.38% en
tanto que el promedio de bondad de ajuste para los modelos de redes neuronales
fue de 2.86%, lo que igual se considera como adecuada al estar por debajo del
11% (Makridakis, y otros, 1998)

El modelo de Holt fue el que méas se ajusté entre los modelos de series temporales
posiblemente debido a la baja presencia de ruido y una alta tendencia entre los
datos.

Se desarrolld6 una metodologia basado en métodos heuristicos de distintos
autores. La metodologia intenta resolver el dilema de definir los parametros de la
arquitectura y algoritmo de aprendizaje de la red neuronal a través de la
evaluacion y comparacion de distintos modelos para hallar los parametros que

mejor minimizan el error y aceleran la convergencia de un problema especifico.

El proceso de encontrar un modelo basado en redes neuronales es mas complejo
y delicado que el desarrollo de un método de series de tiempo ya que implica la
estimacion de muchos méas parametros y a que la estabilizacion de la red requiere
de mayores recursos de computo y tiempo, pues la forma de estimacion de sus

parametros es inherentemente a pruebay error.
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La ventaja mas representativa de las redes neuronales artificiales es su capacidad
de aprender relaciones complejas entre variables y no requieren del cumplimiento
de supuestos estadisticos: como, por ejemplo, el tipo de relacion entre las
variables o la distribucion de datos y son capaces de ajustar funciones lineales o

no lineales sin necesidad de conocer la forma de la funcién subyacente a priori.

Las Redes Neuronales funcionan como una caja negra pues si fallan no muestran
el motivo del error y por lo tanto se debe entrenar la Red con nuevas
caracteristicas tantas veces como sea necesario hasta llegar al resultado que se
espera lo que hace dificil identificar el pardmetro preciso a cambiar para mejorar

las capacidades de respuesta de la red.

El entrenamiento de las redes neuronales es una tarea ardua, a causa de la
presencia de muchos puntos éptimos locales y a la irregularidad de la superficie
de error. En este contexto, es muy facil obtener modelos subentrenados o
sobreentrenados sin poder de prondstico. Es necesario realizar varias pruebas
antes de definir los criterios de convergencia de manera que se evitan estos

problemas.
4.3 RECOMENDACIONES

La arquitectura y el algoritmo de aprendizaje utilizados como primera aproximacion
al uso de redes neuronales, fueron el multicapas de propagacion hacia adelante y
el algoritmo de retro propagacion, pero es de mucho interés experimentar con
nuevos algoritmos y modelos de red que pudieran ser Utiles para predicciones con
series de tiempo, tales como la Redes Neuronales de funcion de base radial y la
red recurrente. Esto permitiria establecer comparaciones entre diferentes tipos de

redes y probablemente mejorar las predicciones.

Para futuras investigaciones con redes neuronales seria de mucho interés evaluar
series con mayor numero de datos (Mayores a 100) y verificar la influencia de

utilizar mas datos en el entrenamiento y prediccion con redes neuronales.
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Se recomienda la creacion de un sistema experto como un algoritmo genético que
son una familia de modelos computacionales inspirados en la ewolucion y la
supervivencia del mas apto. Se utilizan fundamentalmente en la resolucion de
problemas de blsqueda y de optimizacion. Dada una topologia fija, el
entrenamiento de una red neuronal puede ser Vvisto como un proceso de
optimizacion cuyo objetivo es encontrar un conjunto de pesos que minimice el

error que produce la red sobre el conjunto de datos de entrenamiento.
4.4 CONCLUSION TECNICA EXPERIMENTAL

El uso de series temporales bajo la metodologia universal de prondsticos da luces
de las caracteristicas de los datos historicos, apoyado esto en el proceso previo a
los andlisis, donde se estudian tendencia, ruido y otras caracteristicas propias de
las series de tiempo, para asi guiar en la busqueda del modelo adecuado para
obtener el valor futuro, a diferencia de las distribuciones que entran a la parte
operativa desde la primera instancia; siendo esto también bueno ya que son
indiferentes a las caracteristicas de la serie, mas no a los valores de las

demandas.

En general se observa que, para los datos CMD usados en este proyecto, es
mejor utilizar las ST - Series Temporales, cuando de calculos futuros se trata de
CMD, frente a las opciones de Distribuciones y RNA - Redes Neuronales

Artificiales.
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ANEXOS

Anexo A - Parametros Turbina

e Datos Mp
METODO
Benard
FECHA Beta Eta MP
ANO 1 MES 1 AUn no hay MP
ANO 1 MES 2  |Adn no hay MP
ANO 1 MES 3  |Aln no hay MP
ANO 1 MES 4  [Adn no hay MP
ANO 1 MES 5  [Adn no hay MP
ANO 1 MES 6 Aln no hay MP
ANO 1 MES 7 No calcula solo un MP
ANO 1 MES 8 No calcula solo un MP
ANO 1 MES 9 No calcula solo un MP
ANO 1 MES 10 |No calcula solo un MP
ANO 1 MES 11  |No calcula solo un MP.
ANO 1 MES 12  |No calcula solo un MP.
ANO 2 MES 1 No calcula solo un MP
ANO 2 MES 2 No calcula solo un MP
ANO 2 MES 3 No calcula solo un MP
ANO 2 MES 4 No calcula solo un MP
ANO 2 MES 5 No calcula solo un MP
ANO 2 MES 6 No calcula solo un MP
ANO 2 MES 7 0,62 8,22 11,91
ANO 2 MES 8 0,62 8,22 11,91
ANO 2 MES 9 0,62 8,22 11,91
ANO 2 MES 10 0,62 8,22 11,91
ANO 2 MES 11 0,78 10,00 11,57
ANO 2 MES 12 0,78 10,00 11,57
ANO 3 MES 1 0,78 10,00 11,57
ANO 3 MES 2 0,78 10,00 11,57
ANO 3 MES 3 0,88 11,13 11,82
ANO 3 MES 4 0,88 11,13 11,82
ANO 3 MES 5 0,88 11,13 11,82
ANO 3 MES 6 0,98 11,63 11,71
ANO 3 MES 7 0,98 11,63 11,71
ANO 3 MES 8 0,98 11,63 11,71
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ANO 3 MES 9 0,98 11,63 11,71
ANO 3 MES 10 0,98 11,63 11,71
ANO 3 MES 11 0,98 11,63 11,71
ANO 3 MES 12 0,98 11,63 11,71
ANO 4 MES 1 0,98 11,63 11,71
ANO 4 MES 2 0,98 11,63 11,71
ANO 4 MES 3 1,21 10,12 9,50
ANO 4 MES 4 1,48 8,54 7,72
ANO 4 MES 5 1,48 8,54 7,72
ANO 4 MES 6 1,48 8,54 7,72
ANO 4 MES 7 1,48 8,54 7,72
ANO 4 MES 8 1,48 8,54 7,72
ANO 4 MES 9 1,48 8,54 7,72
ANO 4 MES 10 1,48 8,54 7,72
ANO 4 MES 11 1,48 8,54 7,72
ANO 4 MES 12 1,48 8,54 7,72
ANO 5 MES 1 1,48 8,54 7,72
ANO 5 MES 2 1,48 8,54 7,72
ANO 5 MES 3 1,46 8,41 7,62
ANO 5 MES 4 1,51 8,13 7,33
ANO 5 MES 5 1,11 7,18 6,90
ANO 5 MES 6 1,13 7,42 7,09
ANO 5 MES 7 1,13 7,42 7,09
ANO 5 MES 8 1,13 7,42 7,09
ANO 5 MES 9 1,13 7,42 7,09
ANO 5 MES 10 1,13 7,42 7,09
ANO 5 MES 11 1,15 7,72 7,35
ANO 5 MES 12 1,15 7,72 7,35
ANO 6 MES 1 1,15 7,72 7,35
ANO 6 MES 2 1,15 7,72 7,35
ANO 6 MES 3 1,15 7,72 7,35
ANO 6 MES 4 1,15 7,72 7,35
ANO 6 MES 5 1,03 7,72 7,62
ANO 6 MES 6 1,03 7,72 7,62
ANO 6 MES 7 1,03 7,72 7,62
ANO 6 MES 8 1,03 7,72 7,62
ANO 6 MES 9 1,03 7,72 7,62
ANO 6 MES 10 1,03 7,72 7,62
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ANO 6 MES 11 1,06 7,56 7,39
ANO 6 MES 12 1,06 7,56 7,39
ANO 7 MES 1 1,06 7,56 7,39
ANO 7 MES 2 1,07 7,81 7,60
ANO 7 MES 3 1,10 7,75 7,48
ANO 7 MES 4 1,10 7,75 7,48
ANO 7 MES 5 1,10 7,75 7,48
ANO 7 MES 6 1,11 7,98 7,68
ANO 7 MES 7 1,13 7,67 7,34
ANO 7 MES 8 1,13 7,67 7,34
ANO 7 MES 9 1,13 7,67 7,34
ANO 7 MES 10 1,14 7,88 7,52
ANO 7 MES 11 1,14 7,88 7,52
ANO 7 MES 12 1,14 7,88 7,52
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Datos MTBMp

METODO
Benard
Beta Eta MTBMp

Auln no hay MP

Aln no hay MP

Auln no hay MP

AuUn no hay MP

Aln no hay MP

AuUn no hay MP

No calcula solo un UT

No calcula solo un UT

No calcula solo un UT

No calcula solo un UT

No calcula solo un UT

No calcula solo un UT

No calcula solo un UT

No calcula solo un UT

No calcula solo un UT

No calcula solo un UT

No calcula solo un UT

No calcula solo un UT
2,34 8122,05 7197,06
2,34 8122,05 7197,06
2,34 8122,05 7197,06
2,34 8122,05 7197,06
1,66 6631,60 5926,00
1,66 6631,60 5926,00
1,66 6631,60 5926,00
1,66 6631,60 5926,00
1,62 5760,80 5160,03
1,62 5760,80 5160,03
1,62 5760,80 5160,03
1,61 5069,09 4541,20
1,61 5069,09 4541,20
1,61 5069,09 4541,20

117




1,61 5069,09 4541,20
1,61 5069,09 4541,20
1,61 5069,09 4541,20
1,61 5069,09 4541,20
1,61 5069,09 4541,20
1,61 5069,09 4541,20
1,76 5442,17 4844,85
0,81 4103,65 4607,92
0,81 4103,65 4607,92
0,81 4103,65 4607,92
0,81 4103,65 4607,92
0,81 4103,65 4607,92
0,81 4103,65 4607,92
0,81 4103,65 4607,92
0,81 4103,65 4607,92
0,81 4103,65 4607,92
0,81 4103,65 4607,92
0,81 4103,65 4607,92
0,59 2803,16 4355,30
0,61 2500,63 3680,28
0,47 1957,16 4334,66
0,49 1891,45 3894,12
0,49 1891,45 3894,12
0,49 1891,45 3894,12
0,49 1891,45 3894,12
0,49 1891,45 3894,12
0,50 2017,99 4000,94
0,50 2017,99 4000,94
0,50 2017,99 4000,94
0,50 2017,99 4000,94
0,50 2017,99 4000,94
0,50 2017,99 4000,94
0,52 2081,95 3829,24
0,52 2081,95 3829,24
0,52 2081,95 3829,24
0,52 2081,95 3829,24
0,52 2081,95 3829,24
0,52 2081,95 3829,24
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0,53 2233,92 4026,93
0,53 2233,92 4026,93
0,53 2233,92 4026,93
0,54 2312,83 4044,50
0,56 2250,34 3775,87
0,56 2250,34 3775,87
0,56 2250,34 3775,87
0,57 2284,94 3719,53
0,58 2226,94 3506,54
0,58 2226,94 3506,54
0,58 2226,94 3506,54
0,59 2288,90 3530,54
0,59 2288,90 3530,54
0,59 2288,90 3530,54
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e Datos MTTR

Metodos
Benard
Beta Eta MTTR
no hay falla ain
no hay falla ain
Solo un TTR no calcula
Solo un TTR no calcula
0,97 2,93 2,98
0,97 2,93 2,98
1,04 3,58 3,52
1,04 3,58 3,52
1,07 4,49 4,38
0,91 2,71 2,84
0,94 3,01 3,11
0,94 3,01 3,11
0,983 3,178 3,201
1,004 3,445 3,440
1,027 3,659 3,619
0,991 3,536 3,550
0,991 3,536 3,550
1,016 3,667 3,643
1,016 3,667 3,643
1,016 3,667 3,643
1,016 3,667 3,643
1,016 3,667 3,643
0,838 4,394 4,826
0,838 4,394 4,826
0,87 4,30 4,61
0,87 4,30 4,61
0,90 4,36 4,60
0,93 4,33 4,49
0,94 4,44 4,56
0,98 4,06 4,09
0,98 4,06 4,09
0,98 4,06 4,09
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0,98 4,06 4,09
1,00 4,16 4,16
1,00 4,16 4,16
1,00 4,16 4,16
1,00 4,16 4,16
1,00 4,16 4,16
1,00 4,16 4,16
1,00 4,16 4,16
1,02 4,18 4,15
1,04 4,23 4,16
1,04 4,23 4,16
1,02 4,04 4,01
1,02 4,04 4,01
1,02 4,04 4,01
1,02 4,04 4,01
1,02 4,04 4,01
1,02 4,04 4,01
1,02 4,04 4,01
1,04 4,01 3,94
1,04 4,01 3,94
1,04 3,86 3,80
1,04 3,86 3,80
1,07 3,81 3,72
1,08 3,84 3,73
1,08 3,84 3,73
1,10 3,89 3,75
1,10 3,89 3,75
1,10 3,66 3,53
1,10 3,66 3,53
1,10 3,66 3,53
1,10 3,66 3,53
1,12 3,61 3,46
1,12 3,56 3,41
1,12 3,56 3,41
1,12 3,56 3,41
1,14 3,57 3,41
1,14 3,49 3,33
1,14 3,41 3,25
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Datos MTBMc

Metodos
Benard
Beta Eta MTBMc
no hay falla ain
no hay falla alin
Solo un UT no calcula
Solo un UT no calcula
0,72 1456,51| 1799,90
0,72 1456,51| 1799,90
0,88 1507,07 1609,13
0,88 1507,07| 1609,13
0,99 1597,68| 1603,73
0,53 896,18 1630,17
0,55 971,03 1630,50
0,55 971,03| 1630,50
0,58 1060,10| 1686,44
0,61 1053,36| 1553,58
0,63 1092,83| 1542,43
0,70 952,80 1203,36
0,70 952,80| 1203,36
0,71 1020,77| 1268,61
0,71 1020,77| 1268,61
0,71 1020,77| 1268,61
0,71 1020,77 1268,61
0,71 1020,77| 1268,61
0,66 1032,96| 1377,56
0,66 1032,96| 1377,56
0,68 1080,33 1413,34
0,68 1080,33| 1413,34
0,69 1147,57 1481,48
0,71 1113,40 1391,11
0,73 1106,32| 1349,62
0,77 1040,51 1211,93
0,77 1040,51| 1211,93
0,77 1040,51 1211,93
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0,77 1040,51| 1211,93
0,77 1115,73(  1299,36
0,77 1115,73| 1299,36
0,77 1115,73|  1299,36
0,77 1115,73( 1299,36
0,77 1115,73| 1299,36
0,77 1115,73|  1299,36
0,77 1115,73(  1299,36
0,76 1229,04| 1446,66
0,77 1262,90( 1471,19
0,77 1262,90( 1471,19
0,78 1273,93| 1465,26
0,78 1273,93| 1465,26
0,78 1273,93( 1465,26
0,78 1273,93| 1465,26
0,78 1273,93| 1465,26
0,78 1273,93( 1465,26
0,78 1273,93| 1465,26
0,77 1391,27| 1617,26
0,77 1391,27( 1617,26
0,79 1388,73|  1593,45
0,79 1388,73|  1593,45
0,80 1400,84(  1590,49
0,81 1405,69( 1579,61
0,81 1405,69( 1579,61
0,82 1426,06| 1589,37
0,82 1426,06| 1589,37
0,84 1397,09| 1529,60
0,84 1397,09| 1529,60
0,84 1397,09| 1529,60
0,84 1397,09( 1529,60
0,85 1418,70( 1543,39
0,80 1353,00( 1534,99
0,80 1353,00( 1534,99
0,80 1353,00( 1534,99
0,80 1410,21| 1598,72
0,81 1375,13| 1542,36
0,82 1323,32( 1475,23
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0,83 1330,21| 1472,49
0,83 1330,21( 1472,49
0,83 1330,21| 1472,49
0,83 1330,21( 1472,49
0,84 1332,60( 1460,71
0,84 1332,60( 1460,71
0,84 1332,60( 1460,71
0,84 1332,60( 1460,71
0,84 1332,60( 1460,71
0,85 1302,76| 1417,36
0,85 1302,76| 1417,36
0,85 1302,76| 1417,36
0,85 1302,76| 1417,36
0,85 1302,76| 1417,36
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Anexo B - Manual programa red neuronal para calculo series temporales

A continuacion se describe los pasos para el calculo de series temporales

mediante redes neuronales implementados en Matlab y desarrollados por el autor.

Antes de empezar se debe asegurar de estar en el directorio correcto (directorio
en el que estan todos los programas) y ademas que el directorio cuente con todos
los programas desarrollados en Matlab necesarios, en las secciones sefaladas en
la llustraciéon 38. Igualmente se debe contar con un archivo en Excel en este caso
es el DATOSCMD.xIsx para la lectura de los datos histéricos o serie temporal. Los

programas son:
calcentr.m
calcocul.m
parambp.m
calcpes.m
main.m

pron.m
backpr.m
sigm.m

DATOSCMD.xIsx
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llustracion 38 - Revision directorio y programas

4\ MATLAB 7120 (R2011)

File Edit Debug Parallel Desktop Window Help
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(] parambp.m Programas RN/
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’(ﬂ sigm.m
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Antes de iniciar cualquier programa en Matlab es necesario abrir el archivo Excel,
en este caso DATOSCMD.xXsx, copiar los valores de los datos histéricos del
respectivo variable a pronosticar, en la primera columna de la primera hoja del

archivo, como se muestra en la llustracion 39 vy luego salvar y cerrar.

127



llustracion 39 - Copiado de datos histéricos en archivo Excel DATOSCMD
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En la ventana de comandos (Command Window) se escribe el nombre del
programa a ejecutar y se presiona enter para correr el programa. El primer
programa que se debe ejecutar es calcentr.m. Este programa se usa para
determinar las entradas de la arquitectura de la red neuronal. Calcula el error de
entrenamiento, el error de validacion y el ajuste de 12 redes neuronales distintos
definidos a partir del nimero de entradas. Los parametros del algoritmo de
retropropagacion se fijan a unos valores especificos para evaluar unicamente la
arquitectura y hallar la red inicial optima. Los valores de entrada corresponden a
valores anteriores de la serie temporal de 1 a 12 y el nimero de neuronas ocultas
se fijan de acuerdo al método heuristico “2*n+1” definido por el autor Azoff y la
salida para todas las arquitecturas se fijan en 1 debido a que solo se requiere
hacer el pronostico de un valor de la serie temporal. Por lo tanto las

combinaciones serian los siguientes:
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llustracion 40 - Combinaciones arquitecturas programa caclentr.m

Modelo Arquitectura
Entradas [Ocultos |Salida
1 1 3 1
2 2 5 1
3 3 7 1
12 12 25 1

llustracién 41 - Ejecucion del programa calcentr en ventana de comando

4\ MATLAB 7120 (R2011a)

File Edit Debug Parallel Desktop Window Help
N 4B E 9 o & B | @ | Curent Folder| C\Users\David\Documents\MATLAB\RNA_M - & @
Shortcuts (2] How to Add  [2] What's New

Current Folder '+ O 2 X | Command Window

<« David » Documents » MATLAB » RNAM » ~ O [E) - '? Mew to MATLAB? Watch this Video, see Demos, or read Getting Started.

MName fx >» calcentr

Beta Mp

Beta MTMEp
Beta MTTR
Eta Mp

Eta MTTR
Mp

ase Se escribe el nombre del programa

MTMEp N 3 .,
S a ejecutar sin la extension (calcentr)
e \Nueva carpeta .
":ﬂbackp-m y se presiona Enter para correr el programa
~| calcentr.m
ﬂ calcocul.m
= calcpes.m
"ﬂ coefrZ.m
E) DATOSCMD xlsx
ﬂ main.m
) mainp.m
ﬂ parambp.m
~| pronos.m
£ sigrn.m

R EEEEEE

Al terminar el programa aparecen al lado derecho de la pantalla una cantidad de

variables calculados durante la ejecucion del programa se abren varias ventanas

graficas en Matlab. En cada ventana estan graficadas el error de entrenamiento y

el error de validacion después de cada iteracion del entrenamiento. El usuario con

la ayuda de los dltimos datos del error de entrenamiento, el error de validacion, el

ajuste y las gréficas selecciona el modelo éptimo y por lo tanto define el nUmero

de entradas de la arquitectura de la red neuronal para el problema especifico. Se

recomienda dar doble clic sobre la variable Ec en la ventana Workspace donde se
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almacenan todas las variables del programa, para abrir el editor de variables que
es un espacio parecido a Excel donde se pueden ver los valores de las variables
para observar los errores de entrenamiento (primera columna), errores de
validacién (segunda columna) y el ajuste r? (Tercera columna) lo que ayudara a
seleccionar el modelo y por ende las entradas del problema especifico (ver
llustracion 42) .

llustracion 42 - Variable Ec

= |

Workspace =R
BOB &0 e x| = @ | st 52 [A] plot(ec)

Value Min Max
<12x3 double> 8.0202e-04 0.9232
<12x3000 double> 0.0010 0.0321
<12x3000 double> 8.0202e-04 0.0512
<25x double> 0.0046 04343
0.5346 0.5346 0.5946
<53x1 double> 04125 0.9922
<53x double> 04121 1
0.5985 0.5985 0.5985
<25x double> -4.3200 3.0470
<12x1 double> 0.5556 1
<12x25 double> -4.0965 5.8819
0.3829 0.3829 0.3829
<25x1 double> -5.3727 -0.264
<25x double> -2.3551 0.3998
7.2110 7.2110 7.2110
<1343 double> -0.2665 0.1961
o 102 don 0070 02

Doble clic en variable para ver en el editor de variables

y A

En la llustracién 43 se observa que los valores de la fila 4 que representan los
errores y ajuste del modelo 4 son menores para el error de validacién y cuyo
ajuste esta entre los mas altos por lo cual se selecciona a 4 como el nimero de
entradas. Se recomienda ademas mirar las graficas de errores como ayuda para

seleccionar el modelo adecuado.
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llustracion 43 - Seleccion del modelo para el nimero de entradas.

jersiLiavidi Liccumentsiivis T EABYRRNA_IW D] LN

1 Variable Editor-Ec
B XS B S| £~ W Stck Base LA Mo valid plots for Ec(1,l) =

H Ec <123 double>

] 2 | 3 | 4 | s | & | 72 | 8 | 9

1 0.0040) 0.0017| 0.8995|

2 | nmml nmgﬂl ﬂ.'923?l

3] 0.0039| 0.0015] 0.8910|

4] 00032  3.0202e-04| 0.9035|

5| 0.0034| 0.0022| 0.8328|

6 | 0.0013| 0.0088| 0.9013|

7] 0.0037| 0.0022| 0.8712|

8| 0.0033| 0.0012| 0.8791

g | 0.0031| 0.0012| 03363

10| 0.0026| 0.0083| 0.8657|

1 0.0027| 0.0044| 0.8874|

12| 0.0020| 0.0060| 08871

13|

14

Con el nimero de entradas ya definidos se ejecuta en la ventana de comandos el
programa calcocul.m. Este programa se usa para determinar el numero de
neuronas ocultas de la arquitectura de la red neuronal. Al correr el programa
aparece en la ventana de comandos un mensaje solicitando el ndmero de
entradas de la red neuronal (Indigue el nimero de entradas para la red neuronal: ),
ver llustracion 44, que ya se determind en el programa anterior. Se escribe el
numero (debe ser un valor entero sino el programa sacara error) y se presiona
enter y el programa realiza varios calculos con arquitecturas distintas fijando
numero de entradas y los parametros del algoritmo de retropropagacion; variando
el nUmero de neuronas ocultas entre 1 y 15 obteniendo asi 15 arquitecturas
distintas para seleccionar con el error de entrenamiento, el error de validacion y

las gréaficas generadas al finalizar el nimero de neuronas ocultas Optimos.
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llustracion 44 - Mensaje en ventana de comando

 Command Window

/;\ MNew to MATLAB? Watch this Video, see Demos, or read Getting Started.

f{ Indigue el numerc de entradas para la red neuronal:

El siguiente programa que se debe ejecutar es el programa para definir los
parametros del algoritmo de retro propagacion que hasta el momento se
encontraban fijos en 0.3 para la tasa de aprendizaje y 0.7 para el momento. Al
ejecutar el programa parambp.m apareceran en pantalla dos mensajes solicitando
el nimero de entradas de la red neuronal y el nUmero de neuronas ocultas de la
red neuronal. Se digita el nimero correspondiente al valor determinado para cada
variable y luego el programa calcula los errores de entrenamientos y validacion
correspondientes a 9 combinaciones de valores de los parametros de retro
propagacion como se muestra en la llustracion 45. Se selecciona los parametros
con la ayuda del error de entrenamiento, el error de validacion y las gréficas
generadas al finalizar el programa.

llustracion 45 - Combinaciones de tasa de aprendizaje y momento

Combinacién Tasg . | Momento
aprendizaje
1 0.1 0.1
2 0.1 0.5
3 0.1 0.9
4 0.5 0.1
5 0.5 0.5
6 0.5 0.9
7 0.9 0.1
8 0.9 0.5
9 0.9 0.9

Hasta aqui ya se han calculado el nUmero de entradas, el nimero de salidas y los
parametros del algoritmo de retro propagacién en caso tal de que para cierto
modelo no se supiera la arquitectura ni parametros adecuados para calcular los
valores futuros de una serie temporal con redes neuronales. Para el siguiente
programa se pueden obviar estos pasos si se conocen de antemano o0 se desea
probar distintos arquitecturas sin necesidad de ensayar tantas arquitecturas por
prueba y error. Al ejecutar el programa calcpes.m apareceran en pantalla
mensajes para definir el nimero de entradas, neuronas ocultas, tasa de
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aprendizaje y momento. Se recuerda que se debe ingresar cada valor uno a la vez
segun lo vaya solicitando el programa y presionar enter después de colocar cada
valor para continuar. Este programa genera valores arbitrarios para los pesos
sindpticos de la red hasta 50 veces para un numero fijo de iteraciones y selecciona
el mejor modelo de acuerdo al nimero de entrenamiento. Almacena los variables y

pesos sinapticos optimos en un archivo .mat (Pesos_red.mat)

El programa main.m es el programa que recopila todas las variables calculados de
los programas anteriores y los usa para hallar los valores finales de los pesos
sinapticos de la red necesarios para calcular los valores futuros especificos del
problema. Al ejecutar el programa main.m solicita el nUmero de iteraciones como
criterio de parada del entrenamiento de la red inicial. El programa ejecuta el
namero de iteraciones definidas por el usuario y regresa los errores de
entrenamiento, validacion y la grafica de error de entrenamiento y validacion. Es
importante observar en la grafica donde se produce un cambio ascendente de la
curva (minimo) del error de validacién para definir el numero de iteraciones
adecuadas para el modelo y ejecutar nuevamente el programa main.m para
determinar los pardmetros O6ptimos finales de la red neuronal y salvarlos en

Pesos_red_def.mat

El programa pron.m calcula los valores futuros de la serie temporal. Al ejecutar el
programa solicita el numero de meses que se desean calcular y los adjunta a la
serie de valores estimados por redes neuronales de los datos historicos cuyo
variable es RNP (Red Neuronal Pronostico). Se grafica la serie original vs RNP lo
que permite observar el ajuste y varianza de los valores calculados con los valores

originales ademas de los valores pronosticados.
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Anexo C -Programas MATLAB

Main.m

clear all
clc
close all

rand ('state', 0);
load ('Pesos red.mat')

$Factor de aprendizaje y momentum
iteraciones=input ('Indique el numero de iteraciones: ');

%Seleccion de datos de entrada de entrenamiento
patrones=randperm(length (i) -entradas) ;

in=patrones(l:ceil (0.8*length(patrones)));
ir=patrones(ceil (0.8*1length(patrones) +1) :1length (patrones)) ;

%$Iniciacion Resultados neuronales RN y salvado de resultados reales RR
RN=zeros (length(i)-entradas, 1);

RR=im(entradas+l:length(im)) ;

r2rna=zeros(l,iteraciones);

$Inicializa la variable del error entrenamiento Ee y validacion Ev

E=zeros (1, iteraciones) ;
Ev=zeros (l,iteraciones);

for iter=l:iteraciones
%$Inicializacion de variables
[Z,W,bh,bo,error]=backpr (im, in,entradas, Z,W,bh,bo,n, lamb) ;
E(iter)=(sum(0.5*error.”2)) /length(error);
for p=1l:length(i)-entradas
X=im (p:pt+tentradas-1);
b=(Z'*X)+bh;
Oj=sigm (b) ;
a=(W'*07j) +bo;
Ok=sigm(a) ;
RN (p) =Ok;
end
r2rna(iter)=coefr2 (RR,RN) ;
for g=1l:length (ir)
X=im (ir (q) :ir (q) tentradas-1) ;
Tk=im(ir(gq)+entradas);
b=(Z'*X)+bh;
Oj=sigm (b) ;
a=(W'*0j) +bo;
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Ok=sigm(a) ;
errorv(q)=Tk-0k;
end
Ev (iter)=(sum(0.5*errorv.”2)) /length(errorv) ;
end

%$Posicion del vector W,Z con error minimo
save ('Pesos red def','Zz','W','bh', 'bo','1i", '"im', 'entradas')

plot (l:iteraciones,E, 'b',l:iteraciones,Ev, 'r")
legend('Error entrenamiento','Error validacion')
title('Error vs Numero de ciclos')

ylabel ('Exrror")

xlabel ('Ciclo")

figure

plot (1:1length (patrones),RR, 'b',1l:1length(patrones) ,RN, 'r'")
legend('Error entrenamiento','Error validacion')
title('Error vs Numero de ciclos')

ylabel ('Exrror")

xlabel ('Ciclo")
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backpr.m

$Funcion retropropagacion para entrenamiento de redes neuronales

%Entradas

%in: Conjunto de datos de entrenamiento

%i: indice de orden de entrada de datos

$sentradas: numero de neuronas de entrada de la red neuronal

%Zi: Pesos sinapticos iniciales entre neuronas de entrada y las neuronas
ocultos

%Wi: Pesos sinapticos iniciales entre neuronas ocultas y de salida
%bhi: Pesos sinapticos iniciales bias de las neuronas ocultas
%boi: Pesos sinapticos iniciales bias de las neuronas de salida
%n: tasa de aprendizaje

%lamb: momento

$Salidas

$Z1i: Pesos sinapticos finales entre neuronas de entrada y las neuronas
$ocultos al finalizar ciclo de entrenamiento

$Wi: Pesos sinapticos finales entre neuronas ocultas y de salida al
finalizar ciclo de entrenamiento

%bhi: Pesos sinapticos finales bias de las neuronas ocultas al finalizar
ciclo de entrenamiento

%boi: Pesos sinapticos finales bias de las neuronas de salida al
finalizar ciclo de entrenamiento

function [Zi, Wi, bhi,boi,error]=backpr (in,i, entradas, Zi, Wi, bhi,boi,n,lamb)

20=71;
Wo=Wi;

for m=1:length (i)
p=1i (m) ;

$Patron de entrenamiento
X=in(p:p+ (entradas-1));

%Salida esperada del patron de entrenamiento
Tk=in (pt+tentradas) ;

%$Propagacion hacia delante
b=(zZi'*X) +bhi;

%Salida de la neurona oculta
Oj=sigm(b) ;

%Salida de la neuronas de salida
a=(Wi'*0j)+boi;

Ok (m)=sigm(a) ;
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%Diferencia con respecto al valor esperado
error (m) =Tk-0k (m) ;

%$Propagacion hacia atras del error

Errk=0Ok (m) * (1-Ok (m) ) * (Tk-Ok (m) ) ;

Errj=0j.* (ones (length (0j),1)-07).* (Wi*Errk);
Znew=( (n*X) *Errj') +(lamb* (Zzi-Zo)) ;
Wnew=(n*0Oj*Errk)+ (lamb* (Wi-Wo) ) ;
bhi=bhi+n*Errj;

boi=boi+n*Errk;

Wo=Wi;
Z20=2721;

Zi=7i+Znew;
Wi=Wi+Wnew;
end
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calcentr.m

clear all
clc
close all

rand ('state', 0);

$Factor de aprendizaje y momentum
n=0.3;
lamb=0.7;

%$Leer archivo excel con datos
i=xlsread('DATOSCMD.xlsx");
ii=1i;

$Normalizacion de los datos en el rango [0,1]
maxi=max (i) ;
mini=min (i) ;

im=(i-mini) ./ (maxi-mini);

%$Ingreso de variables entradas, ocultos y salidas por el usuario
salidas= 1;

$iteraciones=input ('Indique el numero de iteraciones: ');
iteraciones=3000;

$Inicializa la variable del error entrenamiento Ee y validacion Ev

Ev=zeros (l2,iteraciones);
Ee=zeros(l12,iteraciones);

r2rna=zeros(12,iteraciones);

for iterl=1:12
%$Iniciacion pesos sinapticos capa oculta y capa de salida
W=( (rand(2*iterl+1l,salidas) *2)-1) /100;
Z=((rand(iterl, 2*iterl+1)*2)-1)/100;
bh= ((rand (2*iterl+1,1)*2)-1)/100;
bo=((rand (salidas, 1) *2)-1)/100;

patrones=randperm(length (i) -iterl);

in=patrones(l:ceil (0.8*length(patrones)));
ir=patrones(ceil (0.8*1length (patrones))+1l:1length(patrones));

%Iniciacion Resultados neuronales RN y salvado de resultados reales
RR

RN=zeros (length (patrones),1l);

RR=im(iterl+l:length(im));
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for iter=l:iteraciones
%$Inicializacion de variables
[Z,W,Dbh,bo,error]=backpr(im,in,iterl,Z,W,bh,bo,n,lamb);
for p=1l:length (i) -iterl
X=im (p:ptiterl-1);
b=(Z'*X)+bh;
Oj=sigm (b) ;
a=(W'*0j) +bo;
Ok=sigm (a) ;
RN (p)=0k;
end
r2rna (iterl, iter) =coefr2 (RR,RN) ;
for g=1l:length (ir)
X=im (ir (q) :ir (q) +iterl-1) ;
Tk=im(ir(g)+iterl);
b=(Z'*X)+bh;
Oj=sigm (b) ;
a=(W'*0j) +bo;
Ok=sigm (a) ;
errorv(q)=Tk-0k;

end
Ev (iterl,iter)=sum((0.5* (errorv.”2)))/length (ir);
Ee (iterl,iter)=sum((0.5* (error.”2)))/length(in) ;

end
end

Ec=[Ee(:,iteraciones),Ev(:,iteraciones), r2rna(:,iteraciones)];

for iter2=1:12
figure
plot(l:iteraciones,Ee (iter2,:), 'b',l:iteraciones,Ev (iter2,:),'r")
legend ('Error entrenamiento', 'Error validacion')
title('Error vs Numero de ciclos')
ylabel ('Exrror'")
xlabel ('Ciclo")

end
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calcocul.m

clear all
clc
close all

rand ('state', 0);

%Factor de aprendizaje y momentum
n=0.3;
lamb=0.7;

%$Leer archivo excel con datos
i=xlsread('DATOSCMD.xlsx");
ii=1i;

i=i(:,1);

$Normalizacion de los datos en el rango [0,1]
maxi=max (i) ;
mini=min (i) ;

im=(i-mini) ./ (maxi-mini);

%$Ingreso de variables entradas, ocultos y salidas por el usuario

entradas=input('Indique el numero de entradas para la red neuronal: ');
$salidas= input('Indique el numero de salidas para la red neuronal: ');
salidas= 1;

%iteraciones=input ('Indique el numero de iteraciones: ');

iteraciones=3000;

$Seleccion de datos de entrada de entrenamiento
patrones=randperm(length (i) -entradas) ;

in=patrones(l:ceil (0.8*length (patrones)));
ir=patrones(ceil (0.8*length(patrones) +1) :length (patrones)) ;

%Iniciacion Resultados neuronales RN y salvado de resultados reales RR
RN=zeros (length(i)-entradas, 1);

RR=im(entradas+l:length(im)) ;

r2rna=zeros(l,iteraciones);

$Inicializa la variable del error entrenamiento Ee y validacion Ev

no=1:15;

E=zeros (length(no), iteraciones) ;
Ev=zeros (length(no),iteraciones);

for iterl=1l:1length(no)
W=( (rand(no(iterl) ,salidas) *2)-1) /100;
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end

for

end

7= ( (rand(entradas, no(iterl))*2)-1)/100;
bh=((rand (no (iterl),1)*2)-1)/100;
bo= ((rand (salidas, 1)*2)-1)/100;
for iter=l:iteraciones
$Inicializacion de variables

[Z,W,Dbh,bo,error]=backpr(im,in,entradas,Z,W,bh, bo,n,lamb);

E(iterl, iter)=(sum(0.5*error.”2))/length(error) ;
for g=1l:length (ir)
X=im(ir(qg) :ir(g)+tentradas-1);
Tk=im(ir (q) +entradas) ;
b=(Z"'*X)+bh;
Oj=sigm(b) ;
a=(W'*07j) +bo;
Ok=sigm(a) ;
errorv (q) =Tk-0k;
end
Ev (iterl,iter)=(sum(0.5*errorv.”2)) /length(errorv) ;
for p=1l:length (i) -entradas
X=im (p:pt+tentradas-1);
b=(Z'*X)+bh;
Oj=sigm (b) ;
a=(W'*07j) +bo;
Ok=sigm (a) ;
RN (p)=0k;
end
r2rna (iterl,iter) =coefr2 (RR,RN) ;
end

iter2=1:1length (no)
figure

plot(l:iteraciones,E(iter2,:), 'b',l:iteraciones, Ev(iter?2, :

legend ('Error entrenamiento', 'Error validacion')
title('Error vs Numero de ciclos')

ylabel ('"Error'")

xlabel ('Ciclo")
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calcpes.m

clear all
clc
close all

rand ('state', 0);

%Factor de aprendizaje y momentum

$Leer archivo excel con datos
i=xlsread('DATOSCMD.xlsx");

ii=1i;

i=i(:,1);

$Normalizacion de los datos en el rango [0,1]
maxi=max (i) ;

mini=min (i) ;

im=(i-mini) ./ (maxi-mini);

%$Ingreso de variables entradas, ocultos y salidas por el usuario

entradas=input('Indique el numero de entradas para la red neuronal: ');
ocultos=input ('Indique el numero de pcultos para la red neuronal: '");
%salidas= input('Indique el numero de salidas para la red neuronal: ');

salidas= 1;

n=input ('Indique el valor de la tasa de aprendizaje ');
lamb=input ('Indique el valor de la tasa de aprendizaje ');

%iteraciones=input ('Indique el numero de iteraciones: ');
iteraciones=3000;

%Seleccion de datos de entrada de entrenamiento
patrones=randperm(length (i) -entradas) ;
in=patrones(l:ceil (0.8*length (patrones)));

ir=patrones(ceil (0.8*length(patrones) +1) :length (patrones)) ;

%$Iniciacion Resultados neuronales RN y salvado de resultados reales RR
RN=zeros (length(i)-entradas, 1);

RR=im(entradas+l:length(im)) ;

r2rna=zeros(l,iteraciones);

$Inicializa la variable del error entrenamiento Ee y validacion Ev

E=zeros (1, iteraciones) ;
Ev=zeros(l,iteraciones);
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Zm=zeros (entradas,ocultos*50); %Z sinapsis entre Entradas y capa oculta
Wm=zeros (ocultos,salidas*50); SW sinapsis entre capa oculta y salida

bh=( (rand(ocultos,1)*2)-1)/10;
bhm=bh;

bo=((rand(salidas,1)*2)-1)/10;
bom=bo;

for iterl=1:50
7Z=( (rand (entradas, ocultos)*2)-1)/10;
W=( (rand(ocultos,salidas)*2)-1)/10;
Zzm(l:entradas, (ocultos* (iterl-1)+1):ocultos*iterl)=7%
Wm(l:ocultos, (salidas* (iterl-1)+1):salidas*iterl)=W;
for iter=l:iteraciones
%$Inicializacion de variables

Il

[Z,W,bhm,bom, error]=backpr(im,in,entradas, Z,W, bhm,bom,n,lamb) ;
E (iter)=(sum(0.5*error.”2))/length (error) ;
for g=l:length(ir)

X=im(ir(q) :ir(q)+entradas-1);
Tk=im(ir (gq)+entradas) ;
b=(Z"'*X)+bhm;
Oj=sigm(b) ;
a=(W'*07j) +bom;
Ok=sigm(a) ;
errorv (q) =Tk-0k;
end
Ev(iter)=(sum(0.5*errorv."2))/length(errorv);
end
bom=bo;
bhm=bh;
Ee=[Ee;E];
EV=[EV;EV];
end

%Posicion del vector W,Z con error minimo
[A,B]=min(Ee(:,iteraciones)) ;

Zz=7m (l:entradas, (ocultos* (B-1)+1) :ocultos*B);
W=Wm (1:ocultos, (salidas*(B-1)+1) :salidas*B) ;

save ('Pesos red','z','W', 'bh','bo',"'i", 'entradas', 'im', 'n', 'lamb ')
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coefr2.m

function R2=coefr2 (X,Y)
promX=sum (X) /length (X) ;

promY=sum(Y)/length (Y) ;
r2l=sum ( (X-promX) .* (Y-promY) ) ;

r22= (sum( (X-promX) .*2) *sum( (Y-promY) ."2))"0.5;
R2=(r21/r22)"2;
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Mainp.m

clear all
clc
close all

rand ('state', 0);
load ('Pesos red def.mat')

[entradas, ocultos]=size (Z);

meses=input (' Ingrese el numero de meses a pronosticar:

$Factor de aprendizaje y momentum

%Leer archivo excel con datos
%i=x1lsread ('DATOSCMD.x1sx") ;
ii=1;

i=i(:,3);

$Normalizacion de los datos en el rango [0,1]
maxi=max (i) ;
mini=min(i);

im=(i-mini) ./ (maxi-mini);

for it=1:meses
X=im(length (im) —entradas+1l:length (im)) ;
b= (Z'*X)+bh;
Oj=sigm(b) ;
a=(W'*0j) +bo;
Ok=sigm(a) ;
im=[im;Ok];

end

RNP=im* (maxi-mini)+mini;

figure
plot (1:1length(i),i, 'b',1:1length (RNP),RNP, 'r ")
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parambp.m

clear all
clc
close all

rand ('state', 0);

$Factor de aprendizaje y momentum
nv=[0.1 0.5 0.9];
lambv=[0.1 0.5 0.9];

%$Leer archivo excel con datos
i=xlsread('DATOSCMD.xlsx");
ii=1i;

i=i(:,1);

$Normalizacion de los datos en el rango [0,1]
maxi=max (i) ;
mini=min (i) ;

im=(i-mini) ./ (maxi-mini);

%$Ingreso de variables entradas, ocultos y salidas por el usuario

entradas=input('Indique el numero de entradas para la red neuronal: ');
ocultos=input ('Indique el numero de pcultos para la red neuronal: ');
%salidas= input('Indique el numero de salidas para la red neuronal: '");

salidas= 1;
$iteraciones=input ('Indique el numero de iteraciones: ');
iteraciones=3000;

W= ((rand(ocultos,salidas) *2) -1) /100;
7Z=((rand(entradas,ocultos)*2)-1)/100;
bh=( (rand(ocultos,1)*2)-1)/100;
bo=( (rand(salidas,1)*2)-1)/100;

%Seleccion de datos de entrada de entrenamiento
patrones=randperm(length (i) -entradas) ;
in=patrones(l:ceil (0.8*length (patrones)));

ir=patrones(ceil (0.8*length (patrones) +1) :length(patrones)) ;

%$Iniciacion Resultados neuronales RN y salvado de resultados reales RR
RN=zeros (length(i)-entradas, 1);

RR=im(entradas+l:length(im)) ;

r2rna=zeros(l,iteraciones);

$Inicializa la variable del error entrenamiento Ee y validacion Ev

E=zeros (1, iteraciones) ;
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Ev=zeros(l,iteraciones);

Ee=[];
EV=[];

for iterl=1l:length(nv)

n=nv (iterl);

for iter2=1:length (lambv)
Wt=W;
Zt=2;
bht=bh;
bot=bo;
lamb=lambv (iter2) ;
for iter=l:iteraciones

%$Inicializacion de variables

[Zt,Wt,bht,bot,error]=backpr (im,in,entradas, Z2t,Wt,bht,bot, n, lamb) ;
E(iter)=(sum(0.5*error.”2))/length (error) ;
for g=l:length(ir)

X=im(ir(q) :ir(g)+entradas-1);
Tk=im(ir (g) +entradas) ;
b= (Zt'*X) +bht;
Oj=sigm(b) ;
a=(Wt'*0j) +bot;
Ok=sigm(a);
errorv (q) =Tk-0k;
end
Ev(iter)=(sum(0.5*errorv.”2))/length(errorv);
end
Ee=[Ee;E];
EV=[EV;EV];
end
end

for iter3=1:9
figure
plot(l:iteraciones,Ee (iter3,:), 'b',l:iteraciones,EV (iter3,:),'r")
legend ('Error entrenamiento', 'Error validacion')
title('Error vs Numero de ciclos')
ylabel ('Error'")
xlabel ('Ciclo")

end
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pronos.m

clear all
clc
close all

rand ('state', 0);

load ('Pesos red def.mat')

meses=input ('Ingrese el numero de meses a pronosticar:

im=(i-mini) ./ (maxi-mini);

for it=1l:meses
X=im(length (im) —entradas+1:length (im)) ;
b=(Z'*X)+bh;
Oj=sigm(b) ;
a=(W'*07j) tbo;
Ok=sigm(a);
im=[im;0Ok];

end

RNP=im* (maxi-mini)+mini;

figure

plot (1:1length(i),i, 'b',1:1length (RNP),RNP, 'r ")
legend('Datos reales', 'Datos Red Neuronal')
title('Datos reales vs Datos Red Neuronal')
xlabel ( 'Meses ")
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sigm.m

function [y] = sigm (x)

for z=l:length (x)
v(z,1)=1/ (1+exp (-x(z)));

end
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