
 

 

1Abstract— In nonlinear time series forecasting, neural 
networks are interpreted as a nonlinear autoregressive models 
because they take as inputs the previous values of the time series.  
However, the use of neural networks to forecast nonlinear time 
series with moving components is an issue usually omitted in the 
literature. In this article, we investigate the use of traditional 
neural networks for forecasting nonlinear time series with moving 
average components and we demonstrate the necessity of 
formulating new neural networks to adequately forecast this class 
of time series. Experimentally we show that traditional neural 
networks are not able to capture all the behavior of nonlinear 
time series with moving average components, which leads them to 
have a low capacity of forecast. 
 

Keywords— Artificial neural networks; prediction; nonlinear 
time series; forecasting; moving averages. 

I.  INTRODUCCIÓN 
I bien el pronóstico de series de tiempo generalmente se ha 
realizado bajo el supuesto de linealidad, lo cual ha 

promovido el estudio y uso de modelos lineales tales como el 
autorregresivo (AR), promedios móviles (MA, por su sigla en 
inglés), autorregresivo de promedios móviles (ARMA, por su 
sigla en inglés) y autorregresivo integrado de promedios 
móviles (ARIMA, por su sigla en inglés) [1,2], se ha 
encontrado que en la realidad los sistemas a menudo presentan 
una estructura no lineal desconocida [3]. Para abordar este tipo 
de problema,  se han propuesto varios  modelos no lineales, 
como son los modelos bilineales, autorregresivo de 
heterocedasticidad condicional (ARCH, por su sigla en inglés) 
y sus extensiones, autorregresivo de transición suave (STAR, 
por su sigla en inglés), no lineal autorregresivo (NAR, por su 
sigla en inglés), de redes wavelets y de redes neuronales 
artificiales (ANN, por su sigla en inglés) [1-7]. 

Con relación a las ANN, se encuentra que su teoría es muy 
amplia, y  han sido aplicados en el modelado y pronóstico de 
datos de distintas áreas del conocimiento [1-3,8-14]; sin 
embargo, en la literatura  se encuentra que gran parte de los 
modelos ANN  propuestos están basadas exclusivamente en 
una estructura no  lineal autorregresiva, y sólo unos pocos 
consideran el hecho de que el proceso generador de la serie no 
lineal tenga, además de la parte autorregresiva, una 
componente de promedios móviles. Específicamente, para 
abordar este caso, algunos autores sugieren usar la red 
neuronal NARMA y la  red neuronal autorregresiva ARNN de 
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alto orden; en [15,16] se presentan casos específicos. 
Sin embargo, al revisar la literatura más relevante se 

encuentra que: 
• La teoría del  modelo NARMA(݌,  considera que el (ݍ

proceso generador  de los datos corresponde a  una 
estructura no lineal con componentes tanto  
autorregresivas como de promedios móviles; esto 
hace, que al ignorar la componente autorregresiva 
(haciendo ݌ = 0) se obtenga un  modelo  no lineal de 
promedios móviles o NLMA; sin embargo, en la 
literatura no hay estudios que examinen la capacidad 
de pronóstico del modelo NARMA(0,ݍ) cuando es 
aplicado en series de tiempo no lineales que presentan 
una  componente inherente MA. 

• No hay evidencias reportadas de que un modelo MA 
no lineal pueda ser aproximado por un modelo AR no 
lineal de orden infinito, como si pasa en el caso de los 
modelos lineales cuando se cumplen ciertas 
condiciones de invertibilidad. 

El objetivo de esta investigación es responder las preguntas de 
investigación presentadas a continuación con el fin de 
esclarecer los vacíos anteriores: 

1. ¿Un modelo no lineal AR de alto orden, representado 
por una red ARNN, puede aproximar bien un modelo 
no lineal MA de orden reducido? 

2. ¿Cuándo en una red recurrente NARMA se asume que 
no hay un proceso autorregresivo, se pueden 
pronosticar adecuadamente series de tiempo  no 
lineales que contengan componentes inherentes de 
promedios móviles? 

Estas preguntas serán resueltas partiendo del planteamiento de 
la invertibilidad de los modelos no lineales MA y de 
simulaciones usando datos experimentales.  

La importancia y originalidad de este trabajo se fundamenta 
en el hecho de que hasta la fecha no hay evidencia en la 
literatura de estudios que analicen e identifiquen los problemas 
que surge al modelar y pronosticar series de tiempo con 
componentes inherentes MA usando redes neuronales. El 
artículo está organizado como sigue: en las Secciones  II y III 
se presentan el modelo no lineal MA, y las redes neuronales 
NARMA y NAR, respectivamente. Posteriormente, en la 
Sección IV, se muestra la metodología empleada y resultados 
obtenidos  para  evaluar la capacidad de éstas redes para 
pronosticar series de tiempo no lineales con componente MA. 
En la Sección V se presentan los resultados obtenidos, mientras 
que en la Sección VI se responden las preguntas de 
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investigación planteadas. Finalmente, se concluye en la 
Sección VII. 

II.  EL MODELO NO LINEAL DE PROMEDIOS MÓVILES 

En el modelo no lineal de promedios móviles de orden ݍ, 
denotado como NLMA(ݍ), el valor actual de la serie de 
tiempo, ݕ௧, es una función no lineal conocida ℎ(∙) de las ݍ 
innovaciones pasadas {ߝ௧ିଵ, … ,  .௧ߝ ௧ି௤} y la innovación actualߝ
Esto es: 
௧ݕ  = ௧ߝ  + ℎ൫ߝ௧ିଵ, … , ;௧ି௤ߝ ી൯; ݐ   = 1,2, … (1) 
 
donde ી representa el vector de parámetros de la función  ℎ(∙) 
y {ߝ௧} es una secuencia de variables aleatorias independientes 
e idénticamente distribuidas, centradas en cero y con varianza 
constante.  

Dependiendo de la forma que adopte la función ℎ(∙), se 
han propuesto los siguientes modelos NLMA:  

• Polinomial de promedios móviles propuesto por 
Robinson [17]. 

• Asimétrico de medias móviles propuesto por Wecker 
[18]. 

• No lineal de medias móviles con respuesta de largo 
alcance propuesto por Robinson y Zaffaroni [19].  

• No lineal de medias móviles integrado de Engle y 
Smith [20]. 

A diferencia del modelo no lineal autorregresivo (NAR, 
por su sigla inglés), el modelo NLMA ha sido poco explorado, 
tanto empírica como teóricamente. Este hecho se debe, en 
parte, a la dificultad que se presenta para establecer la 
propiedad de invertibilidad del modelo [21]; dicha propiedad 
se refiere a la posibilidad de realizar la reconstrucción de las 
innovaciones ߝ௧ a partir de las observaciones ݕ௧, suponiendo 
que el verdadero modelo es conocido. Sin embargo, Chan y 
Tong [22] establecieron que el modelo NLMA puede llegar a 
ser localmente invertible; es decir, que se pueden establecer 
condiciones iniciales que permiten reconstruir asintóticamente 
las innovaciones a partir de las observaciones.  

 El hecho de que el modelo NLMA no sea globalmente 
invertible, hace que, al menos teóricamente, no sea 
equivalente a un modelo NAR de alto orden, como si pasa en 
el caso lineal. Es importante verificar la invertibilidad del 
modelo NLMA para garantizar que es apropiado para fines de 
pronóstico y, además, hacer posible su diagnóstico. 

III.  MODELOS DE REDES NEURONALES ASOCIADOS CON 
COMPONENTES DE PROMEDIOS MÓVILES 

Matemáticamente, una neurona es una función no lineal, 
acotada y parametrizada de la forma [23]: 
݋  = ݂൫ݔଵ, ,ଶݔ … , ;௡ݔ  ߱ଵ, ߱ଶ, … , ߱௣൯ = ݂(࢞; ࣓) 
 
donde: 

• ࢞ = ,ଵݔ) ,ଶݔ … ,  ௡) es el vector de variables deݔ
entrada a la neurona. 

• ࣓ = (߱ଶ, … , ߱௣) es el vector de pesos (parámetros) 
asociados a las conexiones de entrada de la neurona. 

• ݂(∙) es una función no lineal de activación.  
A su vez, una red neuronal artificial se define como una 
composición de funciones no lineales de la forma: 
ݕ  = ݃ଵ ∘ ݃ଶ ∘ ⋯ ∘ ݃ே ቀ ଵ݂(࢞; ࣓), ଶ݂(࢞; ࣓), … , ௣݂(࢞; ࣓)ቁ 
 
donde:  

 es la variable respuesta o salida de la red neuronal ݕ •
artificial.   

• ௜݃ para ݅ = 1, … , ܰ, son funciones no lineales.   
• ௝݂(࢞; ࣓) para ݆ = 1, … ,  son funciones definidas ,݌

como en (1).  
• ܰ representa el número de capas ocultas en la red. 
 .denota el número de neuronas en las capas ocultas ݌ •
• El símbolo ∘ entre las funciones indica la operación 

composición. 
Las redes neuronales, según su arquitectura e 

interconexión entre neuronas, se pueden clasificar en dos 
clases: redes de alimentación hacia adelante (feedforward) y 
redes retroalimentadas  (recurrentes o feedback). La red 
feedforward, también conocida como estática, constituye una 
función no lineal de sus entradas, y es representada como un 
conjunto de neuronas conectadas entre sí, en la cual la 
información fluye sólo en la dirección hacia adelante, desde 
las entradas hacia las salidas. Específicamente en [24] se 
define de la siguiente forma un modelo de red feedforward 
con una sola neurona de salida y ݍ capas ocultas: 

௧݋  = Φ ቌߚ଴ + ෍ ௜Ψߚ ቌߙ௜ + ෍ ߱௜௝ݔ௝,௧௡
௝ୀଵ ቍ௤

௜ୀଵ ቍ =: ݂(࢞௧; ી) (2) 

 
donde 

 .௧ݕ ௧ es el estimador de la variable objetivo݋ •
• ࢞௧  = ,ଵ,௧ݔ)  . . . ,  ௡,௧), son ݊ variables de entradasݔ

medidas en el tiempo ݐ. 
• Φ(∙) y Ψ(∙)  son las funciones de activación de la red 

neuronal. 
• ી = (ߚ଴, ߚଵ, …ߚ௤, ߙଵ,…, ߙ௤, ߱ଵଵ, …, ߱௤௡) representa 

el vector de parámetros de la red neuronal, el cual es 
estimado a partir de la minimización de la suma de 
residuales al cuadrado  ∑ ௧ݕ) − ො௧)ଶ௡௧ୀଵ݋ .   

Es de resaltar que éste es el tipo de redes neuronales más 
estudiado y aplicado en la literatura, debido principalmente a 
que son un aproximador universal de funciones [25-27]; y 
además, porque en la práctica son las redes más sencillas en 
cuanto a su implementación y simulación. Por su parte, la red 
feedback, también conocida como dinámica o recurrente, se 
caracteriza porque su arquitectura presenta ciclos: las salidas 
de las neuronas de una capa pueden ser entradas a la misma 
neurona o entradas a neuronas de capas previas. Para mayor 
información de este tipo de redes se sugiere examinar [23] y 
[28]. 
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A continuación se describen casos particulares de éstos 
tipos de redes: la red neuronal autorregresiva ARNN, la cual 
es de tipo feedforward y la red neuronal recurrente NARMA. 

A.  Red neuronal autorregresiva (ARNN) 
El modelo autorregresivo no lineal de orden ݌, NAR (݌),  
definido como:  
௧ݕ  = ℎ൫ݕ௧ିଵ, … , ௧ି௣൯ݕ +  ௧ (3)ߝ
 
es una generalización directa del modelo lineal AR, donde ℎ(∙) es una función no lineal conocida. Se asume que {ߝ௧} es 
una secuencia de variables aleatorias independientes e 
idénticamente distribuidas con media cero y varianza finita ߪଶ. 

La red neuronal autorregresiva (ARNN), es una red 
feedforward que constituye una aproximación no lineal para ℎ(∙), la cual es definida como: 
ො௧ݕ  = ℎ෠൫ݕ௧ିଵ, … , =௧ି௣൯ݕ ଴ߚ + ෍ ௜ߚ ݂ ቌߙ௜ + ෍ ߱௜௝ݕ௧ି௝௣

௝ୀଵ ቍூ
௜ୀଵ  

(4) 

 
donde la función ݂(∙) es la función de activación y ી =  (ߚ଴, ߚଵ, …ߚூ, ߙଵ,…, ߙூ, ߱ଵଵ, …, ߱ூ௣) es el vector de parámetros. 

B.  Red neuronal recurrente NARMA 
Una generalización del modelo lineal ARMA al caso no lineal 
está dado por 
௧ݕ  = ℎ൫ݕ௧ିଵ, … , ,௧ି௣ݕ , ௧ିଵߝ … , ௧ି௤൯ߝ +  ௧ߝ
 
donde ℎ(∙) es una función no lineal conocida y {ߝ௧} se define 
como en (3). Este modelo se denomina NARMA (݌,   .(ݍ

Dado que la secuencia ߝ௧ିଵ , … ,  ௧ି௤ no es observableߝ
directamente, entonces se debe hallar ݕො௧ empleando un 
algoritmo recursivo de estimación que considere los siguientes 
cálculos: 
ො௧ݕ  = ℎ൫ݕ௧ିଵ, … , ,௧ି௣ݕ , ௧̂ିଵߝ … ,  ௧̂ି௤൯ (5)ߝ
௝̂ߝ  = ௝ݕ − ݆    ,ො௝ݕ = ݐ − 1, … , ݐ −  (6) ݍ
 
bajo condiciones iniciales apropiadas [16]. Justamente, el 
modelo de red neuronal recurrente NARMA (݌,  surge al (ݍ
aproximar (5)  y (6) empleando la red recurrente: 
ො௧ݕ  = ଴ߙ  + ෍ ௝݃ߙ ቌߚ଴௝ + ෍ ௧ି௜ݕ௜௝ߚ + ෍ ௧̂ା௣ି௜௣ା௤ߝ௜௝ߚ

௜ୀ௣ାଵ
௣

௜ୀଵ ቍ௛
௝ୀଵ  (7) 

 
donde ߝ௧̂ା௣ି௜ = ௧ା௣ି௜ݕ −   .ො௧ା௣ି௜ݕ

Al observar la formulación matemática del modelo (7), se 
podría considerar que una alternativa para modelar una serie 
de tiempo no lineal con una componente inherente de 
promedios móviles es emplear un modelo NARMA (0,ݍ). Éste 

hecho se discutirá en la siguiente sección. 

IV.  METODOLOGÍA EMPLEADA 
La evaluación de la capacidad de pronóstico de los modelos de 
redes neuronales NARMA (ݍ,݌) y ARNN (݌) se realizó 
usando dos conjuntos de datos experimentales provenientes de 
los modelos descritos en la Tabla I.  En el Modelo 1 se define {ߝ௧}  como en (3), y corresponde al modelo NLMA (2) 
examinado por Zhang et al. [29]. Por otra parte el Modelo 2 
fue considerado por Burges y Refenes [15] para ejemplificar el 
uso de redes neuronales con error feedback bajo una variante 
del algoritmo de Esperanza- Maximización en el proceso de 
entrenamiento. 
 

TABLA I. MODELOS GENERADORES DE DATOS. 

 
Nótese que los dos modelos no contienen términos 
autorregresivos (no consideran valores pasados de ݕ௧), y 
además corresponden a distintos niveles de complejidad de la 
función ℎ(∙) en (1). 

Se generaron 100 series temporales a partir de cada Modelo. 
De las cuales, en cada serie generada, las primeras 
observaciones  fueron usadas para la estimación de los 
parámetros del modelo y las restantes se usaron como conjunto 
de validación. En la Figura 1 se grafica una de las series del 
Modelo 1 con  ݊ =  360 observaciones. En proceso generados 
de datos, se usaron  diferentes inicios aleatorios muestreados de 
una distribución N(0; 1,5) para el término del error del Modelo 
1,  y se supuso en el Modelo 2 que ିߝଵ = ଶିߝ = 0 y ݕ଴ = ଴ߝ )݀݊ܽݎ= ). Siendo rand( ) un número aleatorio uniforme 
estándar.   

 
Figura 1. Ejemplo de la serie de tiempo generada por el Modelo 1. 

 
La experimentación se enfocó en dos aspectos: (i) el análisis 

de la capacidad para capturar todo el proceso no lineal de 
promedios móviles empleando una red neuronal  recurrente 
NARMA (0,  ,suficientemente grande ݌ con (݌) o una ARNN (ݍ
(para lo cual se usó el Modelo 1), y (ii) comparar los resultados 
obtenidos con alguna de las  redes consideradas en este trabajo 
con los hallados en la literatura para modelar procesos NLMA. 
En este caso se usó el Modelo 2, y  se compararon  los 
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resultados de Burges y Refenes [15] con los obtenidos por una  
red ARNN (݌). 
En ese sentido, la metodología usada para cada modelo tiene 
algunos aspectos diferenciadores: 
Modelo 1:  
 Se consideraron distintos tamaños muestrales ݊ ={100;  200;  360} y  porcentajes de datos para 

entrenamiento de la red (50, 65 y 80), para examinar el 
efecto que tiene la elección de éstos sobre los valores 
pronosticados.  

 Para el modelo ARNN se examinaron valores de 
rezagos grandes ݌ = {10;  15;  25;  50;  100} con la 
finalidad de responder la primera pregunta de 
investigación. 

 La estructura de la red a emplear fue considerada con 
base en los resultados hallados por Zhang et al. [29], 
quienes vía simulación muestran que la mejor 
estructura de la red corresponde a una capa oculta con 
un máximo de dos neuronas.  La función objetivo fue 
minimizar el error cuadrático medio (MSE). 

 Para el caso del modelo NARMA, además de la 
estructura de red anterior, se consideraron los 
siguientes rezagos para el proceso de promedios 
móviles ݍ = {1;  2;  3;  4;  5;  6;  7;  8;  9; 10}. 

 Se generó una serie adicional de 150 observaciones 
que fue empleada como datos de prueba. 
 

Modelo 2: Se consideraron las mismas condiciones 
experimentales empleadas por Burges y Refenes [15] a fin de 
poder comparar los resultados: 

 El tamaño de las series fue 400 observaciones, de las 
cuales el 70% inicial se emplea para entrenar la red y 
el 30%  restante para validación. 

 La función objetivo fue minimizar el error cuadrático 
medio normalizado (ECMN). 

 Se emplearon en todas las redes una capa oculta con 
cuatro neuronas. 

 Se consideraron los siguientes valores de rezagos 
grandes ݌ = {10;   25;  50}.  

 Se generaron 100 datos adicionales, que fueron 
tomados como datos de prueba. 

 
En los dos  modelos la función de activación empleada fue 

la logística, para cada entrenamiento, los pesos y sesgos 
iniciales de la red fueron generados de una distribución 
uniforme continua en el rango de (−5;  5), y además la 
elección del mejor modelo se realizó considerando las 100 
series y distintas configuraciones de la red,  bajo el 
procedimiento de validación cruzada sugerido por Zemouri et 
al. [30], a saber: 

 
1. Realizar desde i=1 hasta  M=1000 veces, desde 

distintos puntos iniciales: 
• Entrenar la red usando los datos de entrenamiento. 
• Validar la red entrenada usando los  ݊.  datos ݈ܽݒ

de validación. Calcular el error medio de 

pronóstico ܧ(݅) y la desviación estándar ݀ݐݏ(݅) 
sobre el conjunto de validación: ܧ(݅) = 1݊. ݈ܽݒ ෍ ௝ݕ) − ො݆)௡.௩௔௟ݕ

௝ୀଵ  (9) 

 

(݅)݀ݐݏ = ඩ 1݊. ݈ܽݒ ෍ ௝ݕ) − ො݆)ଶ௡.௩௔௟ݕ
௝ୀଵ  (10) 

 
2. Calcular las siguientes medidas para evaluar el 

desempeño de los pronósticos de la red:  
1ܯ • = തܧ = ଵெ ∑ ெ௜ୀଵ(݅)ܧ . Corresponde a una 

estimación de la media global  de los errores medios 
de  pronóstico, y evalúa la cercanía entre los valores 
pronosticados y los reales. Si 1ܯ = 0, entonces la 
probabilidad  de que el pronóstico esté centrado 
alrededor de los datos reales es muy alta. 

2ܯ • = തതതതത݀ݐݏ = ଵெ ∑ ெ௜ୀଵ(݅)݀ݐݏ . Mide la precisión (en 
términos de variabilidad) de los pronósticos. El valor 
ideal es 2ܯ = 0, debido a que éste indica que se 
tiene una probabilidad significativa de que los 
valores pronosticados  no están dispersos (es decir, 
tienen baja variabilidad). 

3ܯ • = ට భಾ ∑ ሾா(௜)ିாതሿమಾ೔సభ ାට భಾ ∑ ሾ௦௧ௗ(௜)ି௦௧ௗതതതതതሿమಾ೔సభଶ . Sirve para 
indagar si el proceso de entrenamiento de la red es 
repetible (en cuyo caso 3ܯ = 0), de modo que se 
obtenga siempre la misma estructura de la red 
neuronal en cada corrida del proceso de 
entrenamiento, independientemente de los valores 
iniciales. 

4ܯ • = ଵெଵାெଶାெଷ.  Examina la exactitud  del 
pronóstico. Si las salidas de la red son muy cercanas 
a los valores reales, entonces las medidas 2ܯ ,1ܯ y 3ܯ son cercanas a cero, y en ese caso M4 tomará  
valores muy grandes, de modo que 4ܯ >> 0 es el 
valor ideal para tener confianza en los pronósticos. 

3. Elegir como mejor candidata la red que tenga el 
mayor valor  4ܯ y menores valores 1ܯ, ,2ܯ  ,3ܯ
sobre el conjunto de validación. De esta forma se 
evitan problemas de sobreajuste y subajuste. 
Finalmente, de las M corridas realizadas para dicha 
red, se selecciona el  modelo con menor E(i). 

4. Realizar la verificación en los datos de prueba: 
calcular E(i) y std(i) para cada configuración 
seleccionada (una por cada serie considerada). Elegir 
como modelo final aquel que proporcione menor E(i). 

Las medidas anteriores, se utilizaron para validar la precisión 
de los resultados obtenidos con las redes objeto de estudio. 

V.  RESULTADOS 

Los resultados hallados se presentan a continuación para cada 
modelo considerado. 
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que ݌ → ∞. Lo cual hace a su vez  que la media global y la 
precisión de los pronósticos converjan a sus valores ideales. 

Adicionalmente, de la Tabla II y las  Figuras 2, 3 y 4 se 
deduce que el número de rezagos seleccionados en el modelo 
ARNN final depende del tamaño de la serie y el porcentaje de 
datos usados para  entrenar la red: para que la red sea capaz de 
pronosticar  adecuadamente, es necesario elegir el máximo 
número de rezagos permitido y el mayor conjunto de 
entrenamiento;  lo cual conlleva a sospechar que el uso de 
redes ARNN para pronosticar series con componente 
inherente MA, tiende a sufrir de problemas de sobre 
parametrización. Este hecho se corroboró al examinar el 
comportamiento del MSE según el número de rezagos y capas 
dela red. Se obtuvo que a medida que aumentaba el orden del 
modelo AR no lineal, el MSE tiende a disminuir 
independientemente de los nodos considerados; sin embargo, 
los menores MSE se obtienen al considerar la red con dos 
nodos en la capa oculta (véase la Figura 6). 

 

Figura 6. Número de regazos del modelo no lineal versus el MSE de la red 
ARNN con uno (ARNN1) y dos (ARNN2) nodos en la capa oculta. 

 
El mejor  resultado hallado para la red ARNN (en cuanto a 

mejores resultados en las medidas sobre  los datos de prueba) 
se obtuvo al considerar 360 observaciones, de las cuales el 
65% se usaron para entrenar la red con el máximo número de 
rezagos (100)  y 2 nodos en la capa oculta. Sin embargo, ésta 
no es capaz de capturar todo el proceso no lineal de promedios 
móviles (véase el gráfico (a) de la Figura 7).  

 
Por otra parte, los resultados hallados sobre la capacidad 

predictiva de la red neuronal recurrente NARMA ante la 
presencia de promedios móviles se  muestran en la Tabla III y 
la gráfica (b) de la Figura 7. En la tabla III, la primera 
columna muestra el tamaño de muestra, y las últimas tres 
columnas muestran para cada porcentaje de entrenamiento los 
siguientes resultados: configuración seleccionada (número de 
rezagos ݌ y número de nodos en la capa oculta ݇), valores 
obtenidos para las medidas 1ܯ −  sobre el conjunto de 4ܯ
validación, y los valores ܧ(݅) y ݀ݐݏ(݅) para el conjunto de 
prueba y las últimas tres columnas muestran los valores 
hallados de éstas medidas para cada porcentaje de 
entrenamiento.  

 

 
Figura 7. Comparación entre los datos de prueba y sus pronósticos hallados 
con la mejor red  (a) ARNN (100)  y (b) NARMA (ݍ = 2, ݇ = 2). 

 
De ésta tabla se  concluye que la red NARMA requiere  

considerar  tamaños muestrales grandes para ajustar modelos 
capaces de disminuir la heterogeneidad en los pronósticos 
hallados para el conjunto de prueba. Así mismo, al igual que 
en las redes ARNN, el porcentaje de datos empleados para 
entrenar la red tiene una relación directa con la exactitud del 
pronóstico, para cualquier tamaño muestral. 
Se encontró que el mejor  resultado para la red NARMA (en 
cuanto a las medidas sobre  los datos de prueba) fue 
proporcionado al considerar dos nodos en la capa oculta,  ݍ = 2 rezagos y 360 observaciones, de las cuales el 80% fue 
empleado para entrenar la red.  

Es de resaltar que si bien  la red NARMA tampoco es capaz 
de capturar todo el comportamiento de los datos con 
comportamiento de promedios móviles  (véase la gráfica (b) 
de la Figura 7), se encontró que ella (empleando un menor 
número de parámetros a estimar tiene un mejor desempeño 
que la red ARNN. 

 
TABLA III.  MEDIDAS DE RENDIMIENTO PARA EL MODELO 

NARMA. 
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10 
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15 
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B.  Modelo 2 
La tabla IV contiene los valores del error cuadrático medio 
normalizado (ECMN)  hallados por Burges y Refenes [15] 
para los modelos NARMA con 1, 2 y 3 rezagos (primeras tres 
filas), y los obtenidos en este trabajo al usar la red ARNN de 
alto orden y la red NARMA con 1, 2 y 3 rezagos. La 
información sobre los modelos ARNN y NARMA 
considerados en esta Tabla es complementada con la Tabla V, 
la cual contiene para cada modelo la información de las 
medidas de rendimiento sugeridas por Zemouri et al. [30].  Los 
valores reales de prueba versus los pronósticos de las mejores 
redes ARNN y NARMA se muestran en la Figura 8. 

 
TABLA IV.  COMPARACIÒN DE RESULTADOS PARA DATOS 

SIMULADOS DEL MODELO (11). 

Modelo 
Datos de 

entrenamiento 
Datos de 

validación 
Datos de 
prueba 

NARMA(1) [15] 0.813 0.846 NA 

NARMA(2) [15] 0.692 0.755 NA 

NARMA(3) [15] 0.689 0.789 NA 

ARNN(10) 0.714 0.858 0.0858 

ARNN(25) 0.636 0.864 0.0198 

ARNN(50) 0.623 0.767 0.1390 

NARMA(1) 0.743 0.783 0.909 

NARMA(2) 0.773  0.714 0.876 

NARMA(3) 0.757 0.787 0.855 
 

En la Tabla IV se observa que las redes NARMA ajustadas en 
este trabajo, para cada rezago, tienen ECMN más bajos en el 
conjunto de validación  que  sus correspondientes  hallados 
por  Burges y Refenes [15]; Para el caso de las redes ARNN, 
se tiene que ninguna de  ellas produce (bajo el conjunto de 
validación) un ECMN inferior al mejor valor hallado por los 
autores.   

En este segundo experimento, se evidencia nuevamente el 
problema de sobreparametrización que sufren las redes 
ARNN, lo cual conlleva a la inconsistencia observada entre 
los valores del  ECMN hallados para los tres conjuntos de 
datos (véase la Tabla IV). 

Siguiendo el criterio propuesto por Zemouri et al. [30], los 
mejores modelos son: ARNN (25) y NARMA (3). Nótese que 

existe una coherencia al seleccionar el mejor modelo usando la 
medida ECMN o la  E(i) (obtenidas para los datos de prueba).  

TABLA V.  MEDIDAS DE RENDIMIENTO DE LOS MODELOS 
NARMAY ARNN. 

 
Modelo M1 M2 M3 M4 E(i) std(i) 

ARNN(10) 0.115 1.999 0.134 0.445 -0.0394 1.0708 

ARNN(25) 0.0904 1.852 0.150 0.478 0.00544 1.101 

ARNN(50) 0.129 1.607 0.0565 0.558 -0.0417 0.153 

NARMA(1) -0.170 2.004 0.0276 0.537 -0.0841 1.890 

NARMA(2) -0.218 1.912 0.202 0.527 -0.0672 1.865 

NARMA(3) 0.254 1.211 0.248 0.584 -0.0249 1.852 

 
No obstante,  se evidencia que  éstos modelos no tiene una 

buena capacidad predictiva, dado que en la Figura 8 las nubes 
de puntos distan mucho de la recta de 45º.  

 

 
Figura 8. Comparación entre los datos de prueba y sus pronósticos hallados 
con la red  (a) ARNN (25) y (b)  NARMA (3). 

VI.  DISCUSIÓN 
En esta sección se responden las preguntas de investigación 
planteadas. 

A.  ¿Un modelo no lineal AR de alto orden, representado por 
una red ARNN, puede aproximar bien un modelo no lineal MA 
de orden reducido? 

Al examinar si la red ARNN con un orden alto para el 
rezago ݌, es capaz de aproximar correctamente un NLMA se 
encontró que si bien a medida que aumenta el número de 
rezagos ݌, el MSE de entrenamiento tiende a disminuir (como 
se mostró en la Figura 6) y  las medidas de E(i) y std(i) 
presentan mejores resultados, este hecho no se ve reflejado en 
la capacidad de pronóstico del modelo (véase la gráfica (a) de 
la Figura 7).  

Es de destacar que la capacidad del pronóstico no depende 
sólo del valor del rezago asumido, sino también del tamaño 
muestral y el porcentaje de datos usados para entrenar la red. 
Los mejores resultados de las redes ARNN se obtienen para los 
valores más grandes de rezagos acompañados de tamaños 
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1.5909 1.7647 1.6458 (݅)݀ݐ0.346ܵ- 0.299- 0.3284- (݅)ܧ

15 
1.5391 1.5777 1.559 (݅)݀ݐ0.2601ܵ- 0.371- 0.3678- (݅)ܧ

25 
1.6092 1.5136 1.5785 (݅)݀ݐ0.2232ܵ- 0.123- 0.1201- (݅)ܧ

50 
1.2823 1.3208 1.2746 (݅)݀ݐ0.1388ܵ- 0.1713- 0.1744- (݅)ܧ

100 
 * 1.01172 1.06824 (݅)݀ݐܵ * 0.05965- 0.2222- (݅)ܧ
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muestrales grandes, de los cuales se use un gran porcentaje 
para entrenamiento. Sin embargo, hay que tener presente  que 
este hecho conlleva a ajustar  modelos no parsimoniosos y con 
problemas de sobreparametrización 
Si adicionalmente a esto, se considera el hecho de que modelo 
NLMA no es globalmente invertible, entonces la respuesta a la 
pregunta es que un modelo no lineal autorregresivo (en este 
caso, aproximado por una red ARNN) de un alto orden no es 
capaz de representar un modelo no lineal de promedios móviles 
(NLMA) de bajo orden. 

B.  ¿Cuándo en una red recurrente  NARMA se asume que no 
hay un proceso autorregresivo, se pueden pronosticar 
adecuadamente series de tiempo  no lineales que contengan 
componentes inherentes de promedios móviles? 

En las Figuras 7  y 8, así como en las Tabla II y V, se 
observa que si bien el  modelo NARMA seleccionado, tiene un 
mejor desempeño (en cuanto a las medidas de rendimiento 
propuestas por  Zemouri et al. [30] y acercamiento a la recta de 
45°) que las otras redes  evaluadas,  los valores pronosticados 
por éste modelo distan mucho de los valores reales de la serie 
temporal no lineal con componente inherente MA. (véase las 
gráficas (b) de las Figuras 7 y 8).  
Teniendo en cuenta este hecho, la respuesta es que una red 
recurrente  NARMA (0,  no  puede pronosticar (ݍ
adecuadamente series de tiempo no lineales que contengan 
componentes inherentes de promedios móviles.  

Sin embargo, se destaca que en la experimentación  se 
observó que al igual que ocurre con las expresiones 
matemáticas, en la práctica la red NARMA  presenta un mejor 
acercamiento al modelo  NLMA (desde el punto de vista de 
mejores medidas de capacidad de pronóstico)  que la red  
ARNN. Lo cual nos indica que esta red puede ser una buena 
candidata para modelar datos no lineales que contengan 
componentes inherentes de promedios móviles, pero requiere 
sea estudiada detalladamente,  y así surge una nueva pregunta 
de investigación: ¿Qué consideraciones,  desde el punto de 
vista del planteamiento teórico,  debe tener una red  recurrente  
NARMA (0, q) para que pueda pronosticar adecuadamente 
series de tiempo  no lineales que contengan componentes 
inherentes de promedios móviles? 

VII.  CONCLUSIONES 
Se muestra que tanto el modelo de red neuronal recurrente 
NARMA y el modelo de red neuronal autorregresivo ARNN, 
no son capaces de capturar en su totalidad el comportamiento 
de una serie de tiempo no lineal que contenga una componente 
inherente de promedios móviles (MA). Esto plantea la 
necesidad de formular un modelo de redes neuronales 
artificiales que permita pronosticar adecuadamente series de 
tiempo no lineales con componente inherente MA, el cual 
puede tener como punto de partida la red NARMA. 
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